
第 43 卷   计  算  机  学  报 Vol. 43 

2020 论文在线号 No.2 CHINESE JOURNAL OF COMPUTERS  2020Online No.2 

.国家自然科学基金资助项目(21676295).中国石油大学（北京）2018年度前瞻导向及培育项目,"神经网络深度学习理论框架和分析方法及工具

"(2462018QZDX02)资助.刘建伟，男，1966年生，博士，副研究员，主要研究领域为机器学习、智能信息处理、复杂系统的分析，预测与控制、算法

分析与设计.E-mail: liujw@cup.edu.cn.王园方，男，1995年生，硕士研究生，主要研究领域为机器学习.E-mail: 714244712 @qq.com. 罗雄麟，男，

1963年生，博士，教授，主要研究领域为智能控制、复杂系统分析，预测与控制，E-mail: luoxl@cup.edu.cn.  

 

深度记忆网络研究进展 

刘建伟
1)

  王园方
1)

  罗雄麟
1) 

 

1)
(中国石油大学（北京）自动化系  北京 中国 102249) 

  

 

摘  要 近年来，随着深度神经网络的快速发展，它在越来越多的领域中有了广泛的应用。深度神经网络

模型在处理有序列依赖关系的预测问题时，需要利用之前学习到的信息进行记忆。在一般的神经网络模型

中，数据经过多个神经元节点传输会损失很多关键的信息，因此需要具有记忆能力的神经网络模型，我们

把它们统称为记忆网络。本文首先介绍了记忆网络的基础模型，包括循环神经网络（RNN）、长短期记忆神

经网络（LSTM）、神经图灵机（NTM）、记忆神经网络（MN）和变送器（Transformer）。其中，RNN和 LSTM

是通过隐单元对前一时刻信息的处理来记忆信息，NTM和 NM是通过使用外部存储器来进行记忆，而变送器

使用注意力机制来选择性记忆。并且对这些模型进了对比，分析了各个记忆方法的问题和不足。然后根据

模型记忆方法的不同，本文对常见的记忆网络模型进行了系统的阐述、分类和总结，包括其模型结构和算

法。接着介绍了记忆网络在不同领域和场景下的应用，最后对记忆网络的未来研究方向进行了展望。 
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Abstract In recent years, with the rapid development of deep neural networks, it has been widely used in more 

and more fields. The deep neural network model needs to use the previously learned information to memorize 

when dealing with prediction problems with a wide range of sequence dependencies. In a general neural 

network model, data transmission through multiple neuron nodes loses a lot of key information, so a neural 

network model with memory capabilities is imperatively needed, which we collectively refer to as a memory 

network. This paper first introduces the basic model of the memory network, including the recurrent neural 

network (RNN), the long-short term memory neural network (LSTM), the neural turing machine (NTM), the 

memory network (NM), and the Transformer. Among them, RNN and LSTM use the cell hidden unit to process 

the information of the previous moment to remember the information. NTM and NM use the external memory 

to fulfill remember function, and Transformer uses the attention mechanism to selectively remember the 

experiences learned in the past. Moreover, we compare these models, analyze the existed problems and 

deficiencies of each memory model. Therefore, according to the different approachs of modeling memory, this 

paper systematically expounds, classifies and summarizes the principal memory network models, including its 
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network structure and training algorithm. Afterwords, we introduce the extended model of the memory network 

and its application in different fields and scenarios. Finally, the future research direction of the memory network 

is prospected. 
Key words recurrent neural network; long short term memory network; memory network; neural turing 
machine; natural language processing 

 
 

1 记忆网络概述 

随着机器学习领域的发展，机器学习在自然语

言处理和计算机视觉等领域也取得了很大的进步，

特别是在文本阅读、知识库问答系统和语音识别和

对话等方面取得了较大的进展。 

但是，现有的机器学习方法在进行自然语言处

理等任务时，很难对过去的信息进行记忆，随着训

练迭代次数的增加，会逐渐遗忘长久以前的知识。

因此，要想使机器学习完成仿人类的记忆任务，就

需要机器学习模型具有记住长期信息的能力。 

例如，当机器面对一个问答系统，模型输入的

是一个文本序列和一个问题，需要通过对这个文本

序列的分析推理来得到这个问题的答案。但是，通

常的机器学习模型随着文本序列的不断输入，会逐

渐遗忘过去输入的信息，其中可能会包含了答案最

关键的信息。因此对于具有记忆功能的神经网络，

可以在文本序列不断输入的过程中，将最可能的关

键信息保存下来，在需要回答问题的时候进行调

用，这样就避免了关键信息的遗漏。 

随着 20 世纪 80 年代循环神经网络开始发展，

对时间序列任务的建模有了较好的选择，在此基础

上进行扩展的长短期记忆网络也在短期记忆方面

有了很大的提高。但是，面对自然语言的推理任务，

由于“记忆”功能的缺乏，这些传统的模型都存在

不同程度的缺陷。 

在记忆神经网络的发展历程中，具有深层和浅

层不同深度的模型。与浅层记忆网络相比，深度记

忆网络具有更多隐层，可以提取抽象层次更高的特

征，并且能够在有限的输入样本和神经元节点的情

况下，用更少的参数来学习到更好的拟合函数。因

此，深度记忆网络模型，就能够表现出更好的记忆

能力。 

鉴于记忆网络的理论意义、所蕴含的应用价值

以及可观的发展潜力，本文对记忆网络的研究进展

进行了系统性的综述，为进一步深入研究记忆网络

学习机制、开发记忆网络应用潜力确立良好的基

础。 

文中首先在第一节对记忆网络进行了概述，阐

明记忆网络的发展过程，并在第二节着重介绍了记

忆网络发展过程中最为重要的五种基础模型。第三

节指出了记忆网络在之前三种基础模型上的各种

扩展，并进行了分类和介绍。第四节介绍了目前记

忆网络现有的应用场景，最后在第五节指出了记忆

网络未来的可能发展方向。 

在 20 世纪 80 年代，循环神经网络（Recurrent 

Neural Network, RNN）开始发展起来，由于 RNN

是一种对序列建模的人工神经网络，节点之间的连

接形成沿着序列的有向图，这使得 RNN 可以表现

时间序列的动态时间行为。但是 RNN 由于其结构

的局限性，在对比较长的序列进行预测过程中，其

只能学习过去短时时间间隔的记忆。为了解决这一

问题，Hochreiter S 和 Schmidhuber J 在 1997 年提出

了长短期记忆神经网络（Long Short-Term Memory，

LSTM）[1]，对 RNN 的隐单元模块进行了扩展，在

存储单元上增加了遗忘门和输入门，来对输入和前

一时刻的隐状态包含的信息进行选择性记忆，并且

因为 LSTM 状态值更新运算是加和的形式，避免了

RNN 在梯度下降时会产生的梯度消失问题，从而在

一定程度上解决了学习序列长期依赖问题。然而，

传统深度学习模型如 LSTM 与 RNN 等使用隐单元

的方法进行记忆，这种方法在将输入编码成向量

时，会丢失很多信息，而且，这种通过隐状态和模

型权重编码的记忆容量太小，没有足够容量记忆和

区分过去的事实。因此，在 2014年，Weston J, Chopra 

S, Bordes A 等人提出了记忆神经网络（Memory 

Network，MN）的概念[2]，首次把需要记忆的信息

存储在单独的存储器中，在需要的时候进行读取和

使用。同年，Google DeepMind 团队提出了神经图

灵机（Neural Turing Machine，NTM）[3]，将神经网

络与图灵机结合，使用神经网络来实现图灵机计算

模型中的读写操作。在记忆神经网络的基础上，

Sukhbaatar S, Weston J, Fergus R 等人提出了不需要
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监督的端到端记忆网络[4]。之后，记忆网络领域迎

来了快速发展的时期。 

2017 年，Google 提出了解决序列到序列机器

翻译问题的变送器（Transformer）模型[5]，用全注

意力机制的结构代替了 RNN，在翻译任务上取得了

更好的预测性能。 

这些模型为之后记忆网络的发展做好了前期

的理论工作，因此我们首先介绍以下这五种最基础

的记忆网络模型。 

2 记忆网络基础模型 

记忆网络的概念在 2014 年正式提出以前，已

经有很多学者对神经网络记忆功能进行了探索。其

中，大多数的模型是来自于循环神经网络和长短期

记忆神经网络。记忆网络基础模型包括循环神经网

络、长短期记忆神经网络[1]、神经图灵机[3]、记忆

网络[2]和变送器[5]
[4]。 

2.1  循环神经网络 

循环神经网络是一种对序列建模的人工神经

网络，如图 1所示，是一个典型的 RNN 的展开图。

其节点之间的连接形成沿着序列的有向图。 

=

tx0x 1xtx

0o

2x

to
1o to2o

ts 0s 1s 2s ts

图 1  RNN 结构示意图 

图中，假定给定序列是四个单词的句子，则

RNN 将展开成四层神经网络，每个单词为一层。涉

及的计算过程如下： 

假定 tx 是 t 时刻的输入。例如， 1x 可以是与句

子的第二个单词对应的单向向量。 

ts 是 t 时刻的隐状态，是网络的“记忆”功能

得以实现的载体。 ts 是基于前一层隐状态的输出和

当前时刻的输入计算得到的： 

 1( )t t ts f Ux Ws             （1） 

其中函数 f 是作用于向量
1t tUx Ws 各个元

素上的非线性激活函数，如 tanh 函数或者 ReLU 函

数。第一个节点的隐状态的
1s 通常被初始化为全

零。 

max( )t to soft Vs           （2） 

这里，
to 是 t 时刻的输出。分为训练模式和预

测模式，
to 起着不同的作用。训练模式下，t 时刻

输出的字典中的单词已经给定，需要计算输出该单

词概率最大的神经网络的模型参数V 。模型参数V

已给定后，如果想用 RNN 预测句子中的下一个可

能出现的单词， to 是 t 时刻的输出，也就是字典中

所有单词出现的概率组成的向量，出现概率最大的

单词作为该时刻的输出。 

可以将隐状态 ts 视为网络存储器。 ts 捕获有关

所有当前时刻之前步骤中发生的事件信息。t 时刻

的输出仅根据时刻 t 的存储器 ts 进行计算。在实际

中， ts 通常不能捕获当前时刻之前太多时刻步骤中

的信息。 

与传统深度神经网络不同，传统的深度神经网

络每一层使用不同的参数，而 RNN 在所有步骤中

共享相同的参数（U,V,W）。这反映了每一步都执行

相同的任务，只是输入不同而已。这大大减少需要

学习的参数个数。 

上图中每个时刻都有输出，但实际任务中，这

可能不是必须的。例如利用 RNN 输出一个句子时，

我们关心的是最终整个句子的输出正确与否，而不

是只关心每个时刻每个单词的输出。同样，也不需

要在每个时间步骤都有输入。RNN 的主要特征是其

隐状态能捕获有关序列的信息。 

2.2  长短期记忆神经网络 

LSTM 是一种特殊的 RNN，适合于处理和预测

时间序列中间隔和延迟非常长的重要事件，对于

RNN 来说很难捕获较长序列之前的信息，而且训练

的时候可能会出现梯度消失和梯度爆炸的问题，而
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LSTM 对 RNN 隐单元的结构进行了修改，避免了

这些问题。 

LSTM 不断将过去和当前的输入信息传递到存

储单元中，使用“门”来处理需要记忆和遗忘的信

息，其结构如图 2 所示。

1tC 

tx

th

  tanh

tanh

1th 

tC

tf ti
tC

to

1tx 

1th  1th 

1tx 

th

 

图 2  LSTM 结构示意图

LSTM 的关键是单元状态，即贯穿图 2 顶部的

水平线。单元状态有点像传送带。它穿越整条链，

只有一些附带的线性交互作用,信息很容易以不变

的方式流过。 

LSTM 通过设计的称作为“门”的结构来去除

或者增加信息到单元状态。门是一种让信息选择性

通过的方式，由 sigmoid 型神经网络层和逐点乘法

运算组成。Sigmoid 层将输出 0 到 1 之间的数字，

代表信息应该通过多少。值为 0 表示不让任何信息

通过，而值为 1 表示让所有的信息通过。一个 LSTM

有三个这些门，用于保存和控制单元状态。 

LSTM 首先是决定从单元状态中去除哪些信

息。这个决定由叫“遗忘门”的 sigmoid 层来完成，

如图 3所示。它读取 1th  和 tx ，并计算遗忘门 tf 的

值： 

1 1( [ , ])t t t t ff W h x b             （3） 


1th 

tx

tf

 
图 3  LSTM 遗忘门结构 

其次是控制在单元状态中存储哪些新的信息。

这由两部分组成，如图 4 所示，首先，一个 sigmoid

层计算“输入门”。接下来，tanh 层计算一个状态

门候选值向量
tC 。 

 1 1( [ , ] )t t t t ii W h x b             （4） 

1tanh( [ , ] )t c t t cC W h x b          （5） 

tx

 tanh
1th 

ti
tC

 
图 4  LSTM 输入门结构 

接着是将旧的单元状态  1 01  ，tC 更新为新

的单元状态 tC ，如图 5 所示。将旧的单元状态 1tC 

与 ti 相乘， 1t tf C 得到遗忘门 tf 决定忘记的状态

信息。然后，将结合输入门 ti 和 tC 来对单元状态进

行更新。 1t tf C 加上 t ti C ，得到新的单元状态

值 tC ： 

 1   t t t t tC f C i C        （6） 
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1tC 
x

x
+

tf ti
tC

tC

 

图 5  LSTM 单元状态更新 

最后一步便是决定输出的内容，基于单元状态

tC 计算输出，如图 6 所示。首先使用一个 sigmoid

层 to 决定输出单元状态值 tC 的哪些部分。然后通

过 tanh 层将单元状态值 tC 压缩在-1 到 1 之间，并

将其与 to 相乘，得到当前时刻的隐状态 th 。 

 1( [ , ] )t o t t oo W h x b           （7） 

 tanh( ) t t th o C           （8） 

tx



tanh

x
1th 

to

th

th

 

图 6  LSTM 输出结构 

对上式总结，得到 LSTM 存储单元 tc 和隐状态

th 随时间 t 的更新方程： 

  1,

ˆ tanh

t

t

t t

t

t

i

f
W h x

o

c








   
   
    
   
   

  

      （9） 

1
ˆ

   t t t t tc f c i c          （10） 

tanh( ) t t th o c           （11） 

而且根据 Greff K 等人的研究[6]，上述 LSTM

在各种数据集上有很好的性能，其中遗忘门和输出

门和激活函数是 LSTM 最关键的成分。研究还发现

了使用随机梯度下降训练 LSTM 时，学习率的设置

是最重要的超参数，其次是网络规模，即神经元的

个数。 

2.3  神经图灵机 

2014 年，Google DeepMind 提出神经图灵机[3]，

首次使用外部存储器来增强神经网络的记忆能力，

并使用了注意力机制。神经图灵机模型结构类似于

图灵在 1936 年提出的计算模型——图灵机，模拟

人类进行数学计算的过程。 

NTM 的结构如图 7 所示，由两部分组成：神

经网络控制器和存储器。控制器通过对输入和输出

向量的读写，使用两个读写头有选择地对存储器进

行读写操作，从而实现存储器中记忆内容的更新和

拾取。 

存储器

读头 写头

控制器

外部输入 外部输出

 

图 7  神经图灵机结构示意图 

NTM 模型由控制器对存储器的读取和写入实

现。NTM 的寻址机制和控制器的运算包含以下四

个部分： 

（1）读取 

N M

tM ´Î ¡ 是 t 时刻存储器中的记忆矩阵，其

中 N 是存储器位置的个数，M 是每个位置存储的向

量的维数。
N

tw Î ¡ 是在 t 时刻由读头（read head）

输出的 N 个位置上的加权归一化向量，即 tw 满足
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( ) 1,0 ( ) 1t t

i

w i w i= ＃å ，
tw 为 N 个位置 i 上的

每一个读写位置分配一个权值 ( )tw i 。 

读头返回的维数为 M 的读取向量
tr ，是记忆矩

阵行向量 ( )tM i 的凸组合： 

 ( ) ( )t t t

i

r w i M i¬ å            （12） 

这样定义的记忆向量
tr 和权重向量

tw 明显是

可微分的。 

（2）写入 

与 LSTM 的输入门和遗忘门类似，将写入操作

分为两个部分：擦除和添加。 

给定写头（write head）在 t 时刻的权重向量
tw

和擦除向量 te ，其中权重向量
tw 和擦除向量 te 的所

有 M 个元素的取值范围为 (0,1) 之间。那么前一时

刻的记忆向量 1tM - 被改写为： 

1( ) ( )[1 ( ) ]t t t tM i M i w i e-?%         （13） 

其中 1 是所有元素为 1 的行向量，并且 1( )tM i-

与[1 ( ) ]t tw i e- 的乘法为逐元素相乘，乘积结果为

向量，而非标量。因此，只有当第 i 个位置存储的

权值 ( )tw i 和擦除向量 te 的分量都为 1 时，存储器

单元中的元素才会被复位到 0。如果权值 ( )tw i 或者

擦除向量 te 为 0 时，那么存储器中的记忆向量保持

不变。 

每个写头还产生一个维数为 M 的附加向量 ta ，

在擦除之后附加到存储器中： 

 ( ) ( ) ( )t t t tM i M i w i a? %         （14） 

在 t 时刻，所有写头的擦除和附加操作运算结

果即为存储器最后存储的内容。其中，擦除和添加

向量都具有 M 个独立分量，允许神经图灵机模型对

N 个位置中的每个存储器位置中的记忆矩阵行向量

( )tM i 的每个元素进行细粒度控制。 

（3）寻址机制 

为了得到权重向量
tw ，NTM 使用了基于内容

的寻址和基于位置的寻址两种寻址机制，其寻址流

程图如图 8 所示。 

基于内容的寻址 第一种是基于记忆内容的寻

址，控制器将注意力集中在基于当前记忆向量

( )tM i 和控制器的键向量
tk 值的相似度高的位置

上。时刻 t 控制器为每个读写头产生键向量
tk 并与

存储器 tM 中的每个记忆向量 ( )tM i 计算相似度，

归一化后得到读写权重
c

tw ： 

[ ]( )

[ ]( )

exp , ( )
( )

exp , ( )

t t tc

t

t t tj

K k M i
w i

K k M j

b

b
¬
å

   （15） 

其中 K 是相似度函数，一般选择余弦相似度： 

 [ ],
u v

K u v
u v

×
=

×
        （16） 

tb 是神经网路连接边参数，记忆内容的寻址方

式的优点是检索简单，仅需要计算控制器键向量 tk

与存储器 tM 中的每个记忆向量 ( )tM i 的相似度，

然后与存储器进行比较，产生精确地存储值。 

基于位置的寻址 第二种是基于位置的寻址，

基于位置的寻址可实现对任意变量的寻址和表示，

基于位置的寻址可以增强模型的适用范围和泛化

效果。 

基于位置的寻址机制通过实施加权的变换移

位来实现跨存储器位置的简单迭代和随机跳转访

问。在变换移位之前，每个头产生范围为（0,1）的

标量插值门 tg ，用来对前一时刻的头部权重 1tw - 与
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当前时刻的权重
c

tw 进行加权混合，得到门控权重

g

tw ： 

 
1(1 )g c

t t t t tw g w g w -? -         （17） 

将 N 个存储器的位置从 0 索引到 N-1，引入
ts

对
g

tw 进行移位变换，表示为经如下循环卷积，得

到移位后的权值 ( )tw i% ： 

 

1

0

( ) ( ) ( )
N

g

t t t

j

w i w j s i j
-

=

? å%         （18） 

由于卷积操作会使权重随时间衰减和发散，导

致本来集中于单个位置的焦点出现发散现象，因此

需要对结果进行锐化（sharpening）操作，对每个头

附加一个标量
tg 作为锐化因子： 

 
( )

( )
( )

t

t

t
t

tj

w i
w i

w i

g

g
¬
å

%

%
           （19） 

这样就得到了新的权重向量，可以根据该向量

进行相应的读写操作，对记忆进行修改。 

g

tw
tw

内容寻址
插值

卷积旋转
锐化

先前状态

控制器输出

1tw

tM

,t tk

tg

ts

t

c

tw

tw

 

图 8  NTM 寻址机制流程图

（4）控制器 

NTM 的控制器可以选择 LSTM 或者前馈神经

网络实现。如果选择 LSTM，其隐状态可以作为存

储器中记忆矩阵 tM 的补充，并允许控制器使用混

合跨越多个时间步的信息。如果选择前馈神经网

络，可以通过在不同的时刻读取内存中相同的位置

信息来模拟递归网络的特性，但是前馈网络的局限

性在于读写头数目有限，每个读写头在每个时间步

只能操作一个内存向量。 

2.4  记忆神经网络 

记忆神经网络是指具有独立可读写操作的记

忆模块的神经网络。MN 用于问题回答学习场景

（Question Answers, QA）。 

MN由一个记忆数组 m 和输入 I、泛化 G、输出

O 和回答 R 四个模块组成，结构如图 9 所示。

给定

文本
输入模块 泛化模块

特征

向量

1 2 3 ... N

输出文本 回答模块 答案问题

记忆槽

特征

向量

 

图 9  记忆网络结构示意图

这四个模块的执行过程如下： 
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（1）当输入给定的文本 x ，输入模块 I 使用标

准预处理技术或编码方式，将其表示成内部特征

( )I x ，然后通过泛化模块把 ( )I x 存储到存储器m

的单元中。 

（2）根据新的要回答的问题文本输入 x ，输

出模块使用N个记忆槽中得分最高的 k个记忆单元

的索引值计算输出特征向量。 

例如，当 k=1 时，使用 N 个记忆槽中得分最高

的一个记忆单元的索引值： 

1 1
1, ,

( , ) arg max ( , )O i
i N

o O x m s x m


     （20） 

其中
Os 是输出特征向量的打分函数，由

1o 索

引值得到输出特征向量
1om 。 

当 k=2 时，利用当前输入 x 和记忆单元
1om 计

算第二个记忆单元的索引值： 

12 2
1, ,

( , ) arg max ([ , ], )O o i
i N

o O x m s x m m


   

（21） 

由 2o 索引值得到输出特征向量
2om 。 

以此类推，最终输出序列
1 2

, , , ,
ko o ox m m m 。 

（3）输出响应模块可以把
kom 作为输出 r ，或

者选择字典里匹配得分最高的单词作为输出 r ： 

1 2
argmax ([ , , ], )w W R o or s x m m w   （22） 

其中 w W 是字典 W 中的单词， Rs 和 Os 是具

有相同形式的打分函数，形式如下： 

 ( , ) ( ) ( )T T

x ys x y x U U y     （23） 

其中，U 是一个n D 维的矩阵，D 表示特征

个数，n 是嵌入的维数。 x 和 y 的作用是把原始

文本映射到 D 维的特征空间，特征空间选择用单词

袋子表示。 

在文本问题问答训练过程中，MN使用大间隔排

序损失函数（margin ranking loss）： 

1

1

max(0, ( , ) ( , ))


  
o

O o O

f m

s x m s x f  

1 2 1

2

max(0, ([ , ], ) ([ , ], ))


  
o

O o o O o

f m

s x m m s x m f  

1 2 1 2
max(0, ([ , , ], ) ([ , , ], ))



  R o o R o o

r r

s x m m r s x m m r

（24） 

完成文本问题问答功能。其中， , ,f f r 是所

有的错误答案，即训练目标是要求正确答案得分比

错误答案的得分至少高一个 0  。大间隔排序损

失函数使用随机梯度下降训练算法学习问题问答。 

MN 的实验数据集选择了 Fader 等人提出的大

规模 QA 数据集[7]。该数据集由 14M 语句组成，存

储形式为（主体，关系，对象）三元组，例如（米

尔恩，作者，小熊维尼），并存储到 MN 模型的存

储器模块中。训练结合了由问题和相关的三元组构

成的带有伪标签的 QA 对，以及 WikiAnswers 中的

释义问题，例如“谁写了小熊维尼这本书？”。 

该实验按照 Bordes 等人的方法[8]，通过在多个

F1 分数测试系统上对返回的最佳答案进行重新排

名的任务上进行了实验，并设置 MN 的记忆单元个

数为 k=1。 

Fader 等人在实验中设置初始权重向量为 0，迭

代次数为 20，并将训练数据分成 10 个部分，还限

制了每个系统只返回每个测试语句的前 100 个数据

库查询结果。所有输入的单词都是小写的并且提取

了词干或者词根。 

Bordes 等人在实验中设置单词和概念的维数

为 20，评价函数的嵌入维数为 200，滑动窗口宽度

为 13（即中心词的两边各有 6 个单词）。 

实验结果如表 1 所示，MN 模型的性能与

Bordes 的方法相当。在添加了单词袋子表示后模型

的得分有一定的提高，结果显示 MN 是一种完成大

规模 QA 任务的可行方法。 

表 1  MN在大规模 QA数据集上的实验结果对比 

模型 F1 

Fader 等人[7]
 0.54 

Bordes 等人[8]
 0.73 

MN（只使用单词嵌入表示） 0.72 

MN（使用单词袋子表示） 0.82 

实验任务还使用了自己建立的 QA 模型:具有

四个角色，三个物体和五个房间，人物在房间内移
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动并拾取或者放下物体。该任务的难度在于，当询

问物体在哪里时，必须使用多个语句进行推理。通

过设置过去的时间步数（1 或 5）来控制任务难度，

每个难度下包括了只提及角色移动的问题和角色

携带物体的问题。 

记忆网络在该实验任务上与 RNN 和 LSTM 进

行对比。对于基准 RNN 和 LSTM，通过使用基于

时间的反向传播来建立语言模型[9]，并优化了超参

数。对于 MN 模型，在所有实验中将嵌入维数设置

为固定值 100，学习率为 0.01，将裕度 设置为 0.1

和 10 个训练时期。实验结果如表 2 所示： 

表 2  MN在自己建立的 QA任务下的实验结果对比 

模型 难度 1 难度 5 

角色 角色+物体 角色 角色+物体 

RNN 60.9% 27.9% 23.8% 17.8% 

LSTM 64.8% 49.1% 35.2% 29.0% 

MN k=1 31.0% 24.0% 21.9% 18.5% 

MN k=1 + time 60.2% 42.5% 60.8% 44.4% 

MN k=2 + time 100% 100% 100% 99.9% 

根据实验结果可以看到，RNN 和 LSTM 很难

解决具有角色携带物体转移的任务，更是难以解决

难度为 5 的问题。这表明 RNN 无法实现长期记忆

编码，随着过去的时间步数的增加效果会更差。

LSTM 比 RNN 更好，因为设计有更复杂的记忆模

型，但仍然难以记住过去的句子。而对于 MN 来说，

k=2 的实验结果表明使用两个得分最高的记忆单元

的索引值来计算问题的回答能够提高模型预测答

案的准确度。 

2.5  变送器 

神经网络中的注意力机制是模拟人类视觉处

理过程，其本质是模拟人的视觉以“高分辨率”聚

焦在图像的某个区域，同时以“低分辨率”来感知

周围不那么重要的图像，而且焦点随着时间的推移

进行调整。 

对于之前的序列模型，都需要通过包括编码器

和解码器的 RNN 或者 CNN 进行处理，性能最好的

模型需要通过注意力机制连接编码器和解码器。对

此，Vaswani A 等人提出了完全基于注意力机制的

网络结构变送器（Transformer）[5]，无需使用复杂

的RNN或者CNN就能在机器翻译任务中获得更好

的性能。 

变送器模型使用了编码器-解码器结构，编码器

将输入的序列
1( , , )nx xK 映射到连续表示的序列

1( , , )nz zK ，然后通过解码器生成预测输出

1( , , )my yK 。模型整体结构如图 10 所示。 

输入嵌入 输出嵌入

多头注意
力机制

求和&归一化

前馈网络

求和&归一化

多头注意
力机制

求和&归一化

多头注意
力机制

求和&归一化

前馈网络

求和&归一化

输入 输出

位置
编码

位置
编码

线性层

Softmax

输出概率预测

编
码
器

解
码
器

 
图 10  变送器网络结构示意图 

该模型的左半部分表示编码器结构，包含了多

头注意力机制（即自注意力机制）和前馈神经网络

两个子层。模型的右半部分表示解码器结构，除了

与编码器相同的两子层外，还额外增加了专门处理

编码器输出的多头注意力机制（即编码器-解码器注

意力机制）。这两部分的每个子层都使用了残差连

接（residual connection），用来解决深度学习中随着

深度加深无法训练的问题。同时，在每个子层的预

激活函数后，激活函数前使用批归一化处理。 

对于机器翻译任务来说，解码器部分的两个注

意力机制分别用来计算输入和输出的权重。其中编

码器-解码器注意力机制表示当前翻译目标语言隐

状态向量与编码器隐状态的特征向量之间的关系，

而自注意力机制表示当前源语言某个时刻隐状态

与源语言句子中其余时刻隐状态之间的关系。 
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自注意力机制：对于输入序列的每个单词，通

过不同的嵌入向量得到对应的查询向量q 、键向量

k 和值向量v，然后计算键向量和查询向量的点积，

并除以 kd ，其中
kd 是键向量的维数，最后使用

softmax 函数获得权重，计算该单词的自注意力函

数： 

Attention( , , ) softmax
T

k

QK
Q K V V

d

骣
÷ç ÷ç= ÷ç ÷ç ÷桫

（25） 

其中 , ,Q K V 是句子中每个单词的查询向量

q 、键向量 k 和值向量v组成的矩阵。 

对于编码器-解码器注意力机制，其中的查询向

量 q 来自解码器隐状态表示，而键向量 k 和值向量

v来自编码器的输出隐表示。 

多头注意力机制：将h 个不同的自注意力机制

使用不同的映射矩阵进行集成，拼接成一个大的特

征矩阵，然后通过全连接层得到输出： 

1MultiHead( , , )=Concat(head , ,head )

head Attention( , , )

O

h

Q K V

i i i i

Q K V W

QW KW VW=

K

（26） 

其中 , , ,O Q K V

i i iW W W W 是不同的映射矩阵。 

位置编码（Position Embedding）：由于变送器

抛弃了序列结构的 RNN，因此没有捕捉顺序序列的

能力，也就是说，如果输入句子的单词顺序改变，

模型也会得到同样的结果，这显然是不合理的。因

此，为了区分不同位置的单词，在编码词向量的时

候使用不同频率的正弦和余弦函数，加入了位置编

码的特征： 

 

2 /

( ,2 )

2 /

( ,2 1)

sin( /10000 )

cos( /10000 )

model

model

i d

pos i

i d

pos i

PE pos

PE pos+

=

=
（27） 

其中，pos是单词的位置，i 表示单词的维数，

modeld 是位置编码特征向量的长度。这样位置编码

的每个维度对应正弦曲线的值，而且由于正余弦函

数的特性，位置 +pos k 的位置向量可以用 pos的

位置向量线性表示出来： 

 

sin( ) sin( )cos( ) cos( )sin( )

cos( ) cos( )cos( ) sin( )sin( )

pos k pos k pos k

pos k pos k pos k

+ = +

+ = -

（28） 

这样除了单词的绝对位置，单词之间的相对位

置关系可以通过位置向量捕获到。 

在标准的WMT 2014英语-德语数据集和WMT 

2014 英语-法语数据集对变送器模型进行了评价。

模型使用 Adam 优化器进行训练[10]，其参数设置为

1 2=0.9 =0.98b b， 以及
-9=10e ，并根据下面的公

式在训练过程中改变学习率： 

0.5 0.5

model

1.5

min( _ ,

_ _ )

ratel d step num

step num warmup steps

- -

-

= ?

×
 

（29） 

该公式线性增加第一个 warmup_steps 训练步

的学习率，之后与步数的平方根成反比地降低学习

率，并设置 warmup_steps 为 4000。 

模型还在每个子层的输出端使用了残差网络

和 Dropout 方法[11]，并使用了层归一化技术。对基

本模型使用 0.1dropP = 。模型在训练过程中使用标

签平滑技术[12]，其参数为 0.1lse = 。 

变送器模型选择了以下 5 个语言模型进行对比

实验。 

ByteNet 模型：在 WMT 2014 英语-德语数据集

上进行实验。由于德语的句子往往比英语长，因此

设置模型的输出序列长度上限为输入的 1.2 倍。该

模型还使用了空洞卷积（Dilated Convolution）来增

加目标网络的接受域，其网络的扩张速率从 1 开始，

每层增加一倍，最终达到最大速率 16。 

Deep-Att+PosUnk 模型：在 WMT 2014 英语-

法语数据集上进行实验。对于源语言和目标语言都

使用 256 维的单词嵌入维数，所有的 LSTM 层都具

有 512 个存储单元，输出层大小与目标词汇表的大

小相等。 

GNMT+RL 模型：在 WMT 2014 英语-法语和

WMT 2014 英语-德语两个数据集上进行实验。模型

由 8 个编码器层和 8 个解码器层组成，每个编码器

和解码器层使用 1024 个 LSTM 节点。其中注意力
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网络是一个简单的前馈网络，是一个具有 1024 个

节点的隐层。 

ConvS2S 模型：在 WMT 2014 英语-法语和

WMT 2014 英语-德语两个数据集上进行实验。模型

的编码器和解码器使用了 512 个隐单元，而且所有

的嵌入维数为 512。该模型在训练过程是使用加速

梯度的方法，设置动量值为 0.99，并在梯度的范数

超过 0.1 的情况下将其归一化，学习率设置为 0.25。 

MoE 模型：在 WMT 2014 英语-法语和 WMT 

2014 英语-德语两个数据集上进行实验。该模型基

于 GNMT 模型进行改进，为了减少计算复杂性，

将编码器和解码器中的 LSTM 层数分别设置为 3和

2，并在编码器和解码器的最后一层前面插入了

MoE 层。每个 MoE 层最多包含 2048 个专家，每个

专家具有约 200 万个参数。 

实验结果将获得的BLEU分数和训练费用与介

绍的对比模型进行比较，如表 3 所示，可以看出变

送器模型在翻译任务上的效果以及所耗费的训练

成本都是最优的。 

基于变送器模型，研究人员在此基础上进行了

研究和改进，他们的研究成果总结如表 4 所示。

表 3  变送器与其他模型的实验结果对比 

模型 
BLEU 分数 训练费用（浮点运算） 

EN-DE EN-FR EN-DE EN-FR 

ByteNet
[13]

 23.75    

Deep-Att + PosUnk
[14]

  39.2  1.0·10
20 

GNMT + RL
[15]

 24.6 39.92 2.3·10
19

 1.4·10
20

 

ConvS2S
[16]

  25.16 40.46 9.6·10
18

 1.5·10
20

 

MoE
[17]

 26.03 40.56 2.0·10
19

 1.2·10
20

 

Deep-Att + PosUnk Ensemble
[14]

  40.4  8.0·10
20

 

GNMT + RL Ensemble
[15]

 26.30 41.16 1.8·10
20

 1.1·10
21

 

ConvS2S Ensemble
[16]

 26.36 41.29 7.7·10
19

 1.2·10
21

 

Transformer (base model) 27.3 38.1 3.3·10
18

 

Transformer (big) 28.4 41.0 2.3·10
19

 

表 4 基于变送器的记忆网络模型 

模型 时间 核心思想 作用 应用 

DTN[18] 2017 年 从数据中学习局部图片的形状和大小 恢复空间对应关系 图像分割 

WTN[19] 2017 年 使用多个自注意力分支替代多头注意力 训练更快、性能更好 机器翻译 

AAN[20] 2018 年 平均注意力机制 加速解码器 机器翻译 

BlendCNN[21] 2018 年 变送器作为教学模型训练 CNN 大规模并行计算并减少内存占用 文本分类 

Action 

Transformer[22] 
2018 年 使用变送器来聚合行为人的特征 对时空背景下的行为人进行分类 视频行为识别 

Universal 

Transformers[23] 
2018 年 使用循环结构的变送器网络 

弥补了变送器不能捕捉序列依赖关系

的缺点 
语言理解任务 

Evolved 

Transformer[24] 
2019 年 神经网络结构搜索 改进前馈序列模型 机器翻译和语言建模 

Set Transformer[25] 2019 年 使用注意力机制来编码和聚合特征 模拟输入集合元素之间的复杂交互 涉及数据点集的多个任务 

Transformer-XL[26] 2019 年 
在自注意力机制引入循环概念和新的位置

编码方法 
对长期大范围依赖关系建模 语言建模 
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2.6  小结与分析 

本节主要详细介绍了记忆网络发展过程中最

重要，也是最基础的模型：RNN、LSTM、NTM、

MN 和变送器，以及它们的模型结构和实现过程。

通过这几种模型的对比分析，如表 5 所示，可以看

出： 

（1）RNN 是处理序列模型的神经网络，通过

学习序列前后之间的依赖关系来保留部分过去的

信息，具有很差的记忆功能。 

（2）LSTM 是在 RNN 的基础上对内部隐状态

节点的修改，增加了遗忘门和记忆门，从而能够捕

获到更有用的记忆信息。 

（3）NTM 同样是在 RNN 基础上进行的改进，

借用了图灵机的思想，使用神经网络来实现图灵机

计算模型中的读写操作，并使用了外部存储矩阵来

增强记忆。 

（4）MN 与 NTM 都使用了外部存储器来实现

模型的记忆功能，但 NTM 的模型结构固化，只能

学习较为简单的算法，而 MN 具有更好的变种和泛

化能力。 

（5）变送器抛弃了 RNN 的基础结构，仅使用

注意力机制和编码器-解码器结构，通过构造整个输

入序列隐状态序列与输出序列当前单个输出单词

的对齐权，计算当前目标语言输出单词对应的输入

源语言序列上下文向量，用上下文向量来预测当前

目标语言输出单词的条件后验概率，从而完成机器

翻译任务。这里的编码器-解码器注意力机制，与

MN 中的打分函数有着相似的作用，都是用来评估

输入序列与候选输出之间的关系。二者最大的不同

在于，变送器中本身没有处理序列结构的能力，也

使模型丧失了捕捉局部特征的能力，但却能够并行

计算，有利于现有的 GPU 训练环境。而 MN 中的

输入向量按照序列保存在存储器中，在回答问题时

找出与问题最相关的单词。 

因此，我们将上述具有记忆功能的神经网络模

型统称为记忆网络。在下一节，将在此基础上进行

扩展的各种记忆网络模型和应用进行分类介绍。

表 5 记忆网络基础模型对比 

基础模型 时间 记忆方式 优点 缺点 

循环神经网络（RNN） 1986 年 前后节点传递信息 可以表现时间序列的动态时间行为 只能学习短时间间隔的记忆 

长短期记忆网络（LSTM） 1997 年 遗忘门和记忆门 两个门可以控制信息的传递 对于长距离大量记忆有局限性 

神经图灵机（NTM） 2014 年 外部存储器 使用外部存储矩阵来增强记忆 只能学习比较简单的算法 

记忆网络（MN） 2014 年 外部存储器 具有很好的变种和泛化能力 应用场景单一 

变送器（Transformer） 2017 年 注意力机制 模块化，并行计算适应 GPU 环境 无法捕捉局部特征和位置信息 

3 记忆网络模型扩展 

上一节介绍了记忆网络的基础模型，包括了

RNN、LSTM、NTM、MN 和变送器。除此之外，

还有很多学者在这些基础模型上进行了扩展和改

进，其中主流的记忆网络有基于 RNN 的扩展模型、

基于 LSTM 的扩展模型和基于 MN 的扩展模型。 

3.1  基于RNN的扩展模型 

基于 RNN 的扩展模型有很多，最典型的基于

模型结构改进的扩展模型有基于注意力机制的记

忆选择 RNN、具有长期记忆的 RNN 和用于单样本

学习的 RNN。基于 RNN 的应用类扩展模型太过繁

杂，这一部分就不再赘述。 

3.1.1  基于注意力机制的记忆选择 RNN  

由于 RNN 的记忆单元具有固定的大小，不能

存储句子中的所有信息，在预测时容易忽略有用的

长期依赖信息。而基于注意力机制的记忆选择 RNN

（ Attention-based Memory Selection Recurrent 

Network，AMSRN）[49]，通过注意力机制在存储器

中查找记忆相关信息的时间，计算注意力权重并提

取信息。 

AMSRN 模型主要由传统 LSTM 和注意力机制

模块两部分组成。LSTM 读取输入单词序列，并存

储每个时间步生成的隐层输出。注意力机制模块将

存储的隐层输出信息作为输入，生成与下一个单词

的条件后验概率分布。 

（ 1） LSTM。 LSTM 的输入是单词序列

1 2{ , , , , }tx x x ，每个 tx 由 N 位编码（1-of-N）

独热表示。每个时间步 LSTM 的隐层输出是一个 d

维向量
d

th R ，因此 t 时刻 LSTM 计算得到的信
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息是
0 1 1[ , , , ]t tM h h h  。 

（2）注意力机制。记忆选择模块从当前隐状

态
th 生成两个 d 维向量

1hw 和
2hw ，用于选择 LSTM

存储信息
0 1 1[ , , , ]t tM h h h  。并从当前隐状态

th

生成 d 维向量
tk 作为注意力机制的键： 

 
t kh t kk W h b                （30） 

其中，矩阵
d d

khW  和向量
d

kb  是注意

力机制模型需要学习的参数。 

然 后 计 算 键 tk 与 LSTM 存 储 信 息

0 1 1[ , , , ]t tM h h h  中每个 ih 的内积相似度 tie ： 

 1( )ti i h te h w k             （31） 

其中 表示逐元素乘法， 表示内积。通过

1i hh w 对 LSTM 存储信息 0 1 1[ , , , ]t tM h h h  每

个元素的每一维用当前隐状态 th 对应的 1hw 的每一

维进行比例变换，然后计算经过调整后的多个时刻

的隐状态 1i hh w 与键 tk 的相似度。 

然后用 softmax 函数将相似度 tie 归一化得到注

意力权重 ti ： 

 
1

0

exp( )

exp( )

ti
ti t

tii

e

e









           （32） 

注意力机制也用
2hw 对

ih 进行选择得到
ih，

（72）式用于确定
ih 的每个分量与相关向量

tr 的关

联程度。相关向量
tr 通过注意力权重

ti 与
ih的加

权和得到： 

 
2i i hh h w                  （33） 

1

0

t

t ti i

i

r h




                 （34） 

最后，用注意力相关向量 tr 和隐状态 th 来预测

下一个单词的条件概率分布： 

softmax( )w ph t pr t pP W h W r b      （35） 

其中 , ,ph pr pW W b 都是模型需要学习的参数。在

训练过程中，目标损失函数选用预测的单词条件概

率分布 wP 和训练集中所有单词的参考分布之间的

交叉熵函数。 

AMSRN 模型在两个英文数据集和一个中文数

据集上进行实验，第一个英文数据集 Penn Treebank 

Corpus
[27]是一种广泛使用的数据集，用来评估语言

模型的有效性。第二个英文数据集 Switchboard 

Corpus
[28]是一个电话语音语料库，收集了美国电话

用户之间的双向对话内容。还有一个中文数据集

Gigaword
[29]包含了 25k 的中文新闻文章。表 6 总结

了这三个数据集在实验中的统计信息，并在测试集

上使用困惑度对模型进行评价。

表 6 AMSRN模型使用的数据集统计 

数据集 语言 训练集大小 验证集大小 测试集大小 每句的平均单词数量 字典大小 

Penn Treebank 英语 40K 3K 4K 21.1 9999 

Switchboard 英语 945K 10K 5.2K 10.39 47238 

Gigaword 汉语 531K 165K 260K 10.79 5123 

表 7 AMSRN模型困惑度对比实验结果 

模型 Penn Treebank Switchboard Gigaword 

LSTM 143.31 93.90 94.03 
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LSTM+注意力机制 134.09 93.74 102.04 

LSTM+注意力机制+记忆选择机制 133.36 92.49 86.85 

RMN 123.32 64.41 121.28 

RMR 134.30 71.04 145.24 

表 7 显示了不同模型在不同数据集上的实验结

果。实验是逐步进行的，首先训练典型的 LSTM 语

言模型，然后在 LSTM 中添加注意力机制模块，可

以发现注意力机制模块对 Penn Treebank 和

Switchboard 两个数据集都有帮助，但不能改善在

Gigaword 上的实验效果。而且记忆选择对于注意力

机制至关重要，能够极大改进模型的性能。 

除此之外，还将提出的模型与另外两个基于注

意力机制的语言模型进行比较，即 RMN（Recurrent 

Memory Network）和 RMR（Recurrent Memory 

Recurrent）[30]。AMSRN 在两个英语数据集上的效

果不如 RMN 和 RMR，但是在中文数据集上却有很

好的效果。这可能是 RMN 和 RMR 仅在英文数据

集上得到验证，而对于中文数据集需要考虑特别的

技巧。总的来说，提出的 AMSRN 在不同数据集上

的效果有一定的提升，但是改进有限。 

3.1.2  具有长期记忆的 RNN 

Mikolov T 等人对简单循环神经网络结构进行

修改[31]，提出了一种具有上下文特征的 RNN，使循

环权重矩阵能够缓慢改变隐单元的状态，形成一种

长期记忆，具有与复杂的 LSTM 相近的性能，其结

构如图 11 所示。 

tsth

ty

tx
BA

U V

R P

 
图 11  具有上下文特征的 RNN 

对于简单循环神经网络，隐状态 th 是基于前一

时刻的 1th  和当前输入 tx 进行更新： 

 1( )t t th Ax Rh              （36） 

具有上下文特征的 RNN，增加了一个用于获取

长期依赖关系的隐层 ts ： 

 

1

1

(1 )

( )

( )

t t t

t t t t

t t t

s Bx s

h Ps Ax Rh

y f Uh Vs

 







  

  

 

      （37） 

这里， A，R ，B ，P ，U ，V 是适当维数的

连接边权值矩阵，0 1  。为了获取不同时间延

迟上的上下文的关系，可以使用元素均为 0 或 1 的

对角阵 Q 来代替 ，选择当前时刻 t 之前的 k 个时

刻的长期依赖关系的隐层
ks , 1, ,k t t K   。 

该模型在Penn Treebank Corpus和Text8数据集

上进行实验，并与标准 LSTM 和 RNN 比较。实验

结果表明，该模型可以在具有相对较少参数的小型

数据集上实现与 LSTM 相当的性能。 

3.1.3  用于单样本学习的 RNN 

单样本学习打破了传统神经网络需要大量迭

代训练才能进行学习的传统，当模型有新的数据输

入时，使用记忆增强的神经网络可以充分利用新的

数据，同时不会对现有模型造成干扰，在几个样本

训练之后就能做出准确的预测[32]。 

（1）元学习方法 

对于一般的学习任务，通常使学习的损失函数

L 最小化来选择模型参数 θ。而对于元学习分类任

务，如图 12 所示，需要选择能够使得损失函数

( ; )L D  在数据  
1

,
t

i i i
D x y


 的概率分布 ( )p D

上的数学期望最小的参数： 

 
*

( )arg min [ ( ; )]D p DE L D      （38） 

在 t 时刻，模型的输入是先前的数据样本的正

确标签 1ty  和新的问题 tx 。这样的元学习模型将数

据表示与标签联系起来，并采用通用的方法将这种

关系表示映射到合适的类或者用于预测的函数值

上。 
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1( , )t tx y 

. . .

1( , )t tx y 1( ,0)x 2 1( , )x y

. . .

类预测

标签类

样本

 

图 12  元学习分类任务示意图 

（2）记忆增强模型 

选择神经图灵机作为记忆增强模型，因为它可

以通过缓慢更新权重进行长期记忆，并使用外部存

储器模块进行短期记忆，是元学习和少样本预测的

理想选择。控制器选择 LSTM 或前馈网络，使用读

写头与外部存储器模块交互。 

但是，传统的神经图灵机对于独立序列的编码

任务不是最佳的，因此在写入存储器时需要使用新

设计的访问模块,即近期最少使用访问模块（Least 

Recently Used Access，LRUA）。这个模块使用纯

基于内容的存储写入，把需要存储的信息写入最少

使用或者最近使用的存储器位置。LRUA 注重最近

相关信息的准确编码，以及纯基于内容的索引。模

块写入新的信息到很少使用的位置，保留最近编码

的信息，或者写入到最后使用的位置，用最可能相

关的新的信息作为存储器的更新。这两种写入方法

通过在先前读写权重和使用权重
u

tw 的比例变换之

间插值来实现。在每个时刻通过衰减先前的使用权

重
1

u

tw 
并添加当前的读

r

tw 和写
w

tw 来更新使用权

重
u

tw ： 

1

u u r w

t t t tw w w w              （39） 

其中 是一个衰减因子，
r

tw 通过归一化控制器

的键 tk 和存储器矩阵 tM 的余弦相似度得到： 

 
( )

( , ( ))
( )

t t
t t

t t

k M i
K k M i

k M i


       （40） 

 
exp( ( , ( )))

( )
exp( ( , ( )))

r t t
t

t tj

K k M i
w i

K k M i



    （41） 

使用 sigmoid 函数计算先前读取权重
1

r

tw 
和最

少使用权重
1

lu

tw 
的凸组合，得到写入权重： 

 
1 1( ) (1 ( ))w r lu

t t tw w w         （42） 

其中 是在权重之间插值的标量参数。最少使

用权重
1

lu

tw 
是一个位置指示函数，当 ( )u

tw i 小于向

量
w

tw 中的最小元素时，设为 1，否则设为 0。 

最后用写入权重和控制器的键 tk 来更新存储

器： 

 
1( ) ( ) ( )w

t t t tM i M i w i k       （43） 

因此，记忆增强模型将记忆写入设为零或者先

前使用的存储器中，其中使用最少的记忆会被覆

盖。 

因为记忆是 RNN 学习中最重要的机制之一，

使用良好的记忆机制，长期的历史信息可以与当前

信息融合，从而改善 RNN 的学习。Wang J 等人提

出了一种新的 RNN 记忆机制[33]，使用一种特殊的

辅助记忆单元，明确地分离了存储器和输出的计算

过程，并采用错误流截断技术开发了一种有效的学

习算法。该方法克服了学习存储器和输出之间的冲

突问题和梯度消失问题，可以在很长的时间范围内

学习和保持稳定的记忆能力。 

除了上述几种方法以外，还有梯度截断和信息

流正则化[34]的方法来优化 RNN 模型，以便学习长

期依赖关系。 

梯度截断：当目标函数的参数梯度特别大的时

候，基于梯度下降的神经网络的连接边权值矩阵和

偏置参数更新很大，偏离当前解很远。因此神经网

络的连接边权值矩阵和偏置参数更新量必须足够

小，以避免偏离当前解过分远。 

梯度截断有两种方法，一种选择是在参数更新

之前，逐元素地截断小批次更新产生的参数梯度。

另一种是在参数更新之前，截断梯度 g 的范数 g ，

即当 g v> 的时候： 
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gv

g
g

¬                  （44） 

其中v是范数上界，截断梯度 g 用来更新参数。

因为所有参数（包括不同的参数组，如权重和偏置）

的梯度被单个缩放因子联合重整化，所以后一种方

法具有的优点是保证了每个参数更新步骤仍然是

沿着梯度方向更新的。虽然参数更新与真实梯度具

有相同的方向梯度，经过梯度范数截断，更新的参

数的向量范数现在变得有界。这种有界梯度能避免

梯度爆炸问题。 

传统的随机梯度下降方法得到的结果为梯度

的无偏估计，而使用范数截断的梯度下降方法引入

了基于经验的启发式截断偏置设置方法。通过逐元

素截断，更新的方向与真实梯度或小批量训练过程

的梯度不再具有无偏估计关系，但仍然是下降方

向。 

信息流正则化：梯度截断有助于避免梯度爆

炸，但它无助于处理梯度消失问题。为了解决梯度

消失问题并使得学习的模型更好地捕获长期序列

依赖关系，可以在模型中引入参数正则化项或参数

约束，以迫使损失函数的梯度按照我们的要求改

变。即使在损失函数中，只对学习序列的尾部对应

的隐向量引入正则化项，也希望梯度向量 ( )th
LÑ 在

反向传播的时候能保持其范数大小不过分上下波

动，因此 Pascanu R 等人[35]提出了在损失函数中引

入正则化项： 

 

( )

( )

2
( )

( 1)
( )

= 1

t

t

t

th

t h

h
L

h

L

-

骣 ¶ ÷ç ÷Ñç ÷ç ÷¶ç ÷ç ÷W -ç ÷ç ÷Ñ ÷ç ÷ç ÷ç ÷ç桫

å      （45） 

使用该正则化项与标准的启发式梯度截断方

法（处理梯度爆炸）相结合，可以显著增加 RNN

学习序列依赖关系的长度范围。 

3.2  基于LSTM的扩展模型 

基于LSTM的扩展模型主要包括了两个改进方

向，分别是基于模型结构改进的 LSTM，以及基于

应用而改进的 LSTM。 

前者包括了关联 LSTM 和树 LSTM 两个基于

LSTM 结构改进的模型。后者包括了 LSTM 在用于

机器阅读和单样本学习的两个应用方向的改进模

型。 

3.2.1  关联 LSTM 

LSTM 被广泛应用于序列预测、语音识别和机

器翻译中，但 LSTM 仍存在两个缺点。一个是记忆

单元数量与递归权重矩阵包含的元素个数相关，具

有
hN 个记忆单元的 LSTM 需要递归权重矩阵包含

的元素个数是
2( )hO N 。另一个是 LSTM 缺少读写

时对存储器进行索引的机制，不能很好地表示数据

结构。因此 Danihelka I 等人提出了关联长短期记忆

网络（ Associative Long Short-Term Memory ，

ALSTM）[36]，将LSTM与全息缩减表示（Holographic 

Reduced Representations，HRR）相结合，利用键-

值对进行存储，使用冗余存储增加存储器的容量，

并减少检索过程中的噪声，在面对多个记忆任务时

有更快的学习速度。 

HRR 是一种用固定长度的向量来表示键-值对

的关联数组的方法。每个独立的键值对和整个关联

数组的大小相同，数组由所有对的和进行表示。假

设一个复数向量键 [1] [2]
( [1] , [2] , )r ri i

r rr a e a e
 

 ，该

键-值对通过逐元素复数乘法绑定在一起： 

 

( [1] [1]) ( [2] [2])
( [1] [1] , [2] [2] , )r x r xi i

r x r xy r x a a e a a e
    

  

（46） 

给定键
1 2 3, ,r r r 和输入向量

1 2 3, ,x x x ，关联数组

为
1 1 2 2 3 3c r x r x r x      ，把 c 称为记忆迹

（memory trace）。为了检索与键
kr 相关的项，将 1

kr


与记忆迹 c 逐个相乘，就得到了
kx 的噪声项。例如

2x 的噪声项计算方式为： 

1 1

2 2 1 1 2 2 3 3

1

2 2 1 1 3 3

2

( )

( )

r c r r x r x r x

x r r x r x

x noise

 



       

     

 

（47） 

模型将 HRR 与 LSTM 结合，需要计算复数向

量乘法。对于复向量 real imaginaryz h ih  ，其形式为： 
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real

imaginary

h
h

h

 
  
 

                （48） 

其中 /2
, ,h hN N

real imaginaryh h h  。 

首先，使用 LSTM 中的方法计算门控变量，并

同时定义关联键的参数 ˆ ˆ,i or r ，实部和虚部使用相同

的门： 

1
ˆ ˆ ˆ ˆ ˆ, , , ,f i o i o xh t hh t hg g g r r W x W h b      （49） 

 
1

ˆ
xu t hu t uu W x W h b           （50） 

定义一个上界函数，将复数的实部和虚部的模

限制在 0 和 1 之间： 

/
bound( )

/

real

imaginary

h d
h

h d

 
  
              （51） 

max(1, )real real imaginary imaginary

d

h h h h





/2hN
 （52） 

其中/表示对应元素除法， 表示对应元素乘

法。d 表示当模大于 1 时，对每个复数的模进行归

一化。然后使用上界函数来得到更新函数 u、输入

键函数 ir 和输出键函数 or 的值： 

 

ˆbound( )

bound( )

bound( )

i i

o o

u u

r r

r r







               （53） 

其中 hN

ir  是输入键，作为关联数组中的存

储键， hN

or  是输出键，对应查找键。更新函数

u 和输入门 ig 相乘得到要存储的值。 

为了减少检索噪声，增加了具有随机排列的冗

余副本。对于每个副本通过 {1, , }copiess N 进行

索引，并将相同的键-值对添加到复位单元和记忆单

元上： 

,

0

0

s

i s i

s

P
r r

P

 
  
 

               （54） 

, , 1 , ( )s t f s t i s ic g c r g u        （55） 

其中，
,i sr 是变换后的输入键，

/2 /2h hN N

sP




是一个取值为常数的随机排列矩阵，对应于第 s 个

副本。表示元素复数乘法，定义为： 

 
real real imaginary imaginary

real imaginary imaginary real

r u r u
r u

r u r u

 
   

 
（56） 

 而每个副本的输出键 ,o sr 与输入键 ,i sr 格式相

同： 

,

0

0

s

o s o

s

P
r r

P

 
  
 

               （57） 

最后通过对每个副本求均值，得到记忆迹单元

的隐状态表示： 

, ,

1

1
bound( )

copiesN

t o o s s t

scopies

h g r c
N 

   （58） 

3.2.2  树状 LSTM 

Zhang X 等人提出的树状长短期记忆网络[37]

（ Tree Long Short-Term Memory Networks ，

TLSTM），基于 LSTM 预测树状序列数据，通过估

计依赖树的生成概率来定义句子单词出现的概率。

模型基于生成子树的表示，生成依赖树节点，还能

够通过明确表示左右依赖之间的相关性，进一步增

强 TLSTM 的建模能力。 

依赖路径的定义：依赖路径 ( )D w 是树根和当

前节点 w 之间的路径，由路径上的节点和连接它们

的边组成。 0w 表示树中的节点， 1 2, , , nw w w 表示

其左依赖。令 LEFT 表示 0w 和第一个左依赖之间的

边。 kw 表示 0w 的次左依赖，从 1kw  到 kw 的边记为

NX-LEFT，如图 13 表示的左依赖路径。并用类似

的方法定义右依赖路径 RIGHT 和 NX-RIGHT。 
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0w

1w
1kw kwnw

LEFT

NX-LEFT

 

图 13  左依赖路径示意图 

依赖树概率的定义：语言建模问题的核心是，

在给定输入树 T 和条件概率 |P S T（ ）的情况下，计

算输出句子 S 的概率。把依赖树的概率计算过程看

作生成模型的过程，假设依赖树 T 以广度优先

（breadth-first search，BFS）的方式自上而下构建，

从 ROOT 节点开始。对于同一层的节点，先是左依

赖由近到远生成，然后以同样的方式生成右依赖，

其模型结构如图 14 所示。 

假设依赖树中的单词 w 仅以依赖路径为条件，

给定依赖树 T，句子 S 的条件后验概率可表示为： 

( )\

( | ) ( | ( ))
w BFS T ROOT

P S T P w D w


    （59） 

 

1w2w3w

0w

1w 2w 3w

0w1w

1w2w

2w

3w

0w

4w 5w 6w

4w 5w

0w

 

图 14  TLSTM 模型结构示意图 

模型结构：依赖路径 ( )D w 表示成<单词，边

类型>元组的序列子树，使用四个 LSTM 进行学习，

这四个 LSTM 分别表示四种类型的边（LEFT，

NX-LEFT，RIGHT，NX-RIGHT）。在每个时刻，

根据边的类型选择 LSTM，然后将一个单词作为输

入并生成其依赖节点或兄弟节点，上述生成过程，

可以看作对树添加边和节点的过程。 

在时刻  1,t n ，令 ,t tw z  表示 ( )tD w 中的

上一个元组，下标 t 和 t表示 w 的广度优先搜索顺

序 ，

 LEFT,RIGHT,NX-LEFT,NX-RIGHTtz  是

边的类型。为了减少参数的数量，令这四个 LSTM

共享相同的嵌入矩阵 W 和隐状态 H，并忽略所有的

偏差项。那么在时刻 t 时，用 [:, ]H t 表示依赖路径

( )D w 的计算过程为： 

 

( )

LSTM ( , [:, ])

[:, ]

t

t e t

z

t t

t

t ho t

x W e w

h x H t

H t h

y W h

 



 

 

    （60） 

其 中
s V

eW


 表 示 单 词 嵌 入 矩 阵 ，

V d

hoW


 表示模型的输出矩阵，其中 V 是字典

中包含单词的个数，s 是嵌入子空间的维数，d 是隐

单元的维数。
( 1)d nH   表示共享的隐状态，

( )te w 是 tw 的独热编码表示。 LSTMtz 为深度

LSTM 网络。在 t 时刻，输入 tx 和前一时刻的隐状

态 th ，输出当前时刻的隐状态 th 。 

模型基于边的类型选择 LSTM，那么依赖路径

( )tD w 的选择概率通过 softmax 函数进行计算： 

 
| |

1

exp( , )
( | ( ))

exp( , )

t t
t t V

tk

y w
P w D w

y k





   （61） 

依赖树的改进方法：TLSTM 忽略了同一层中

左右依赖之间的相互作用，因此在上述模型中增加

一个 LSTM，从左依赖的远端到近端，称为左依赖

树，如图 15 所示。 
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0w1w

1w2w

2w

3w

0w

4w 5w 6w

4w 5w

0w

 

图 15  改进后的依赖树模型示意图 

左依赖树学习根节点
0w 的所有左依赖表示，预

测根节点下的第一右依赖，其余的右依赖可以通过

其隐状态进行学习。 

令 tv 为左依赖序列，长度为 K（在图 20 中 K=3，

 3 2 1, ,tv w w w ），那么在每个时间步 k 的隐状态

kq （所有左依赖的表示）为： 

 ( , )k e tm W e v k               （62） 

1LSTM ( , )DL

k k kq m q          （63） 

那么当前隐状态计算过程为： 

 
( )e t

t

k

W e w
r

q

 
  
 

             （64） 

GEN-RLSTM ( , [:, ])t th r H t        （65） 

其中 kq 作为 RIGHT 边的 LSTM 的附加输入。 

具有依赖树的树状LSTM在Microsoft Research

句子完成挑战任务中获得了 60.67%的准确率，要高

于 57.02%准确率的 LSTM，以及 RNN 和 skip-gram

组合模型获得的最先进方法（58.9%），这表明了具

有依赖树的树状 LSTM 的性能要优于其他模型。 

除了上述基于 LSTM 的扩展模型，Graves A 等

人[38]结合了 LSTM 和双向 RNN 的优点，得到了双

向 LSTM。双向 LSTM 由一个正向 LSTM 和一个反

向 LSTM 组成，其中正向 LSTM 用来学习输入序列

的正向依赖关系，而反向 LSTM 用来学习输入序列

的反向依赖关系，而且每一时刻的隐状态是由这两

个 LSTM 的隐状态拼接而成，分别包含了前向和后

向依赖信息。 

对于 LSTM 来说，由于按照时间顺序处理输入

序列，因此 LSTM 的输出通常是基于前文的内容得

到的，很难利用输入序列的后向依赖关系。所以，

将双向结构引入 LSTM，使得 LSTM 能够有效利用

上下文的依赖信息，在实验中获得比单向 LSTM 更

好的效果。 

3.2.3  用于机器阅读的 LSTM 

传统的 LSTM 在处理序列文本时具有两个问

题：（1）记忆压缩，在记忆压缩过程中哪些部分被

记忆是未知的；（2）结构化输入，没有明确的机制

推理输入单词之间的相互关系。针对上述两个问

题，文献[39]提出了用于机器阅读问题的长短期记

忆网络（ Long Short-Term Memory Network ，

LSTMN）。 

1tC 

tC

tx
th

tf

ti to输入门

遗忘门

输出门

 

图 16  LSTMN 结构示意图 

LSTMN 结构如图 16 所示，其中 tx 表示当前输

入，模型存储着前一时刻隐状态 1tH  和记忆向量

1tC  ： 

（ 1 ） 与 环 境 交 互 的 隐 状 态

1 1 1( , , )t tH h h  ； 

（ 2 ） 表 示 实 际 存 储 内 容 的 记 忆

1 1 1( , , )t tC c c  。每个输入都与一个隐状态向量

和一个记忆向量相关联。 

在 t 时刻，通过一个注意力机制层计算 tx 与之

前所有单词的相互关系： 

1tanh( )t T

i h i x t th
a v W h W x W h       （66） 
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 soft max( )t t

i is a               （67） 

然后计算隐状态向量和记忆向量的自适应求

和向量： 

1

1

t
itt

i

i it

hh
s

cc





   
    

  
               （68） 

最后更新整个 LSTM 各个门的状态： 

,

ˆ tanh

t

t

t t

t

t

i

f
W h x

o

c







   
   
           
   

  

      （69） 

ˆ
t t t t tc f c i c                  （70） 

tanh( )t t th o c                （71） 

自然语言处理任务涉及到对两个序列进行建

模，常用的方法是是编码器-解码器架构。对此文献

[39]提出了浅融合模型和深融合模型： 

（1）浅融合模型结构如图 17 所示，用 LSTMN

模块替代标准编码器-解码器中的 LSTM 模块，编

码器和解码器都被建模为具有自注意力机制

（intra-attention）的 LSTMN。同时，当解码器读取

目标时则使用编码器和解码器隐向量之间的相互

注意力机制（inter-attention）。

预测输出

相互注意力

机制

编码器隐状

态

解码器隐状

态

编码器存储 解码器存储自注意力机制 自注意力机制

编码器输入 解码器输入

编码器 解码器

 

图 17  浅融合模型表示 

预测输出

相互注意力

机制

编码器隐状

态

解码器隐状

态

编码器存储 解码器存储自注意力机制 自注意力机制

编码器输入 解码器输入

编码器 解码器

 

图 18  深融合模型表示

（2）深融合模型结构如图 18 所示，将相互注

意力机制和自注意力机制结合在一起，由解码器输

出更新状态。假设记忆向量为 1[ , , ]mA   ，隐

状态向量为 1[ , , ]mY   ，其中 m 是条件序列的

长度。计算时刻 t 的输入和整个输入序列间的相互

注意力机制权： 
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1soft max( tanh( ))t T

j j x t tp u W W x W     

（72） 

然后计算自适应表示： 

 
1

m
jt t

j

j jt

p


 

  
    

   
            （73） 

然后用一个门函数
tr 将自适应表示变换到目

标存储器： 

( [ , ])t r t tr W x              （74） 

那么当前时刻更新后的存储器向量 tc 和隐状

态向量 th 为： 

 ˆ
t t t t t t tc r f c i c             （75） 

 tanh( )t t th o c             （76） 

该模型在 Penn Treebank 数据集进行了语言建

模实验，并与 RNN、LSTM 以及多个改进的 LSTM

模型进行对比，都获得了最低的困惑度。还在

Stanford Sentiment Treebank 数据集进行了情绪分析

实验，与基线模型 LSTM 和多个最先进的方法进行

对比，实验结果表明，该模型均优于 LSTM 基线，

并且与效果最佳的 T-CNN 模型相当。 

3.2.4  用于单样本学习的 LSTM 匹配网络 

在机器学习研究中，从少量样本中进行学习是

一个巨大的挑战。在视觉、文本的处理上，传统的

有监督的深度学习方法不能够从有限的数据中有

效的学习新的概念。受到深度神经网络学习图像、

文本特征的启发，通过拓展外部信息加强记忆网络

的学习效果，文献[40]提出了针对小样本学习的匹

配网络模型。 

模型使用非参数方法解决小样本学习的问题。

给定一个具有 k 个样本的图像 -标签支持集

1{( , )}k

i i iS x y  ，通过学习到的分类器 ˆ( )Sc x 对测

试样例 x̂ 进行分类，得到 x̂ 的类别 ŷ 。那么

ˆ( )SS c x 的 映 射 表 示 为 条 件 后 验 概 率

ˆ ˆ( | , )P y x S ， ˆ ˆ( | , )P y x S 模型参数通过神经网络学

习得到，神经网络映射方式为学习到的模型。 

（1）模型算法 

输入测试样例 x̂ ，计算输出
1

ˆ ˆ( , )
k

i i

i

y a x x y




的条件后验概率 ˆ ˆ( | , )P y x S ，得到该样例所属的类

别 ˆ( )Sc x 。其中， ,i ix y 是支持集中的样例和标签，

a 是注意力对齐函数，用来度量测试样例 x̂ 和训练

样例 ix 的匹配程度。注意力函数a 的形式是余弦距

离函数c的 softmax 函数，用其它所有参考集样本

归一化： 

ˆ ˆ( ( ), ( )) ( ( ), ( ))

1
ˆ( , ) /i i

kc f x g x c f x g x

i j
a x x e e


   （77） 

其中 ,f g 是测试样例和参考样例的特征嵌入

表示函数，在图像任务中使用深度卷积神经网络实

现，在语言任务中使用单词嵌入表示。c 是余弦距

离，用来计算训练样例和测试样例的匹配度。 

（2）对训练集进行编码 

对支持集进行编码的函数为 ( , )ig x S ，其形式

为双向 LSTM： ( , ) ( )i i i ig x S h h g x   。这个双

向 LSTM 的输入序列为支持集 S 中的各个样本，

( )ig x 是神经网络的输入样例 ix 的编码。 

其中， 

1 1

1 1

, LSTM( ( ), , )

, LSTM( ( ), , )

i i i i i

i i i i i

h c g x h c

h c g x h c

 

 




     （78） 

其中隐编码 ih 和记忆单元 ic 都是 LSTM 的输

出，反向隐编码h 的输入序列从 | |i S 开始。 

（3）对测试集进行编码 

对于测试样例 x̂ 的嵌入函数 ˆ( , )f x S 是带注意

力机制的 LSTM 网络attLSTM( , , )   ，表示如下： 
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ˆ ˆ( , ) attLSTM( ( ), ( ), )f x S f x g S K   （79） 

其中 f 与 g的作用类似，是对输入到 LSTM

的测试样例自身进行的编码，K 表示 LSTM 迭代的

步数，编码器 ( )g S 表示从集合 S 到每个元素
ix 的

嵌入函数。 

经过 k 步迭代后，状态如下： 

1 1 1

| |

1 1

1

1 1

ˆ ˆ, LSTM( ( ),[ , ], )

ˆ ˆ( )

( , ( )) ( )

( , ( )) softmax( ( ))

k k k k k

k k

S

k k i i

i

T

k i k i

h c f x h r c

h h f x

r a h g x g x

a h g x h g x

  

 



 



 






 （80） 

其中，LSTM( , , )x h c 中的 x 是输入， h 是输

出隐状态， c是记忆单元状态。 a 表示基于内容的

注意力机制。从 ( )g S 中得到的 1kr  与
1kh 
叠加形成

增广向量。最后一步的编码输出为带注意力机制的

LSTM 网络 ˆattLSTM( ( ), ( ), ) Kf x g S K h  。 

3.3  基于MN的扩展模型 

基于 MN 的扩展模型主要包括了两个改进方

向，分别是基于模型结构改进的 MN，以及基于应

用而改进的 MN。 

其中，基于模型结构改进的 MN 包括了端到端

记忆网络、门控端到端记忆网络、动态记忆网络

（Dynamic Memory Networks，DMN）、键-值记忆

网络（Key-Value Memory Networks，KV-MemNN）、

分层记忆网络（Hierarchical Memory Network，

HMN）和基于二叉树的分层注意力记忆网络

（Hierarchical Attentive Memory，HAM）。而基于

应用而改进的模型包括了应用于大规模问答系统

的 MN、用于视觉和文本回答系统的 DMN、应用

于视频描述的 KV-MemNN 和用于未知单词答案选

择的 HMN。 

3.3.1  端到端记忆网络 

MN 的局限性在于需要在网络的每层上进行监

督学习，不容易实现反向传播训练过程。因此提出

了端到端记忆网络[4]，模型能够在输出之前从外部

存储器反复读取，适用于更多不能进行监督学习的

任务。 

端到端记忆网络假定模型的输入为存储在存

储器中的
1, , nx x 和问题 q，模型的输出为答案 a。

模型将所有的 x 写入固定大小的存储器，并使用嵌

入矩阵得到 x 和 q 的特征表示，通过多层处理来输

出答案 a。 

（1）单层模型：单层模型如图 19 所示。对输

入的句子 ix 使用不同的嵌入矩阵进行编码，分别

得到输入编码 im 和传递到输出编码 ic 。通过

计算输入记忆模块的 im 与问题编码表示 u 的内

积，并使用归一化指数函数，得到每个句子与问题

的相关性概率 ip 。用该相关性概率 ip 与输出记忆

模块 ic 加权求和，得到输出向量 o。最后输出向

量 o 加上问题表示 u，通过与权重矩阵W 相乘，得

到预测标签 â 。 
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Wo

ic

ip

im
嵌入矩阵 A

嵌入矩阵C

{ }ix
Softmax

加权求和
u

Softmax

â

输入

权重

输出

q

嵌入矩阵 B

 

图 19 单层模型示意图

（2）多层模型：然后把前面的单层模型，扩

展到多层模型，如图 20 所示。 

将单层模型进行堆叠，上一层的输入
1ku 
是前

一层的输出
ko 和

ku 的和，并使用线性映射 H 计算

得到
1ku 
： 

 
1k k ku Hu o               （81） 

每层都有不同的嵌入矩阵 ,k kA C 用于嵌入输

入{ }ix ，也可以使每一层的嵌入矩阵都相等，以简

化训练并减少参数数量。 

在模型顶层，W 的输入也组合了顶层存储器的

输入和输出，然后就得到了多层模型的预测标签

â ： 

1ˆ soft max( ) soft max( ( ))k k ka Wu W o u  

（82） 

端到端记忆网络句子单词的编码方法有： 

单词袋子表示（Bag of Words，BoW）：输入

句子表示为 ijx ，代表第 i 个句子的 j 个单词，使用

独 热 向 量 表 示 。 那 么 对 于 第 i 个 句 子

1 2{ , , , }i i i inx x x x ， 嵌 入 后 的 向 量 为 ：

,i ij i ijj j
m Ax c Cx   。使用同样的方法表示

问题的输入向量 jj
u Bq 。 

位置编码（Position Encoding，PE）：不同位

置的单词的权重是不一样的，对各个单词的词向量

按照不同位置权重进行加权求和得到句子表示

i j ijj
m l Ax  。对于问题、记忆输入和输出有

同样的表示。其中， 

 (1 / ) ( / )(1 2 / )k jl j J k d j J      （83） 

这里， jl 是 k jl 组成的列向量，表示位置信息。

J 是句子中的单词数量，d 是单词嵌入的维数。 

时间编码：将时序信息编码在 AT 和 CT 两个矩

阵里面，得到对应的存储器 im 和输出向量 ic 的表达

式： 

 ( )i j ij Aj
m l Ax T i          （84） 

 ( )i ij Cj
c Cx T i           （85） 

在训练期间，端到端记忆网络使用随机梯度下

降过程进行训练,通过最小化预测标签 â 和真实标

签 a 之间的交叉熵损失，来共同学习所有的嵌入矩

阵，即模型参数。 
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图 20  多层模型示意图 

该模型在数据集 Penn Treebank 和 Text8 上，与

RNN、LSTM 和结构化约束循环网络（Structurally 

Constrained Recurrent Nets, SCRN）进行了比较。实

验结果显示，该模型在这两个数据集上实现了较低

的困惑度。 

3.3.2  门控端到端记忆网络 

端到端记忆网络在面对简单自然语言推理任

务时有很好的效果，但是其存储器和控制器模块之

间需要更复杂的交互，很难完成多事实问答、位置

推理或对话任务。因此，文献[41]提出了门控端到

端记忆网络，可以通过存储器访问层和控制器堆栈

之间的门控连接来实现，使模型能够动态确定跳过

基于内存的推理过程的时间和方式。 

将端到端记忆网络中的
1k k ku u o   看作残

差的一种形式，把高速公路网络自适应选通机制的

思想，应用到端到端记忆网络中，得到了修改后的

1ku 
的更新过程： 

 ( ) ( )k k k k k

T TT u W u b          （86） 

 
1 ( ) (1 ( ))k k k k k k ku o T u u T u       （87） 

其中 ,k k

TW b 分别是第 k 层的参数矩阵和偏差

向量项，
kT 是第 k 层的变换门。 

3.3.3  动态记忆网络 

自然语言处理中的大部分任务都可以通过语

言输入转换为 QA 问题，因此 Kumar 等人提出了动

态记忆网络[42]，能够处理输入序列和回答问题，形

成情景记忆并产生相关回答。 

动态记忆网络模型由输入、问题、情景记忆、

回答四个模块组成，如图 21 所示。 

情景记忆 回答

输入文本序列 问题

 

图 21  DMN 结构示意图 

其中，输入模块将来自任务的原始输入文本编

码成分布式向量表示。问题模块将问题编码为分布

式向量表示，该表示被传递到情景记忆模块中，形

成情景记忆模块迭代的基础或初始状态。情景记忆

模块通过注意力机制选择注意力集中在哪些输入

部分，然后产生一个记忆向量表示考虑到的问题以

及以前的记忆信息。每次迭代为模块提供有关输入

的新的相关信息。回答模块通过记忆模块的最终记

忆向量生成答案。 

（1）输入模块： 

在自然语言处理问题中，输入是由 IT 个单词组

成的序列 1, ,
ITw w ，使用门控循环单元（Gated 

Recurrent Unit，GRU）对输入进行编码。假设每个

时刻 t 的输入为 tx ，隐状态为 th ，那么 GRU 的内

部结构定义如下： 

( ) ( ) ( )

1

( ) ( ) ( )

1

( )

1

1

( )

( )

tanh( )

(1 )

z z z

t t t

r r r

t t t

h

t t t t

t t t t t

z W x U h b

r W x U h b

h Wx r Uh b

h z h z h













  

  

  

  

    （88） 

其 中 ， 表 示 逐 元 素 乘 法 。

( ) ( ), , H In nz rW W W


 ，而
( ) ( ), , H Hn nz rU U U


 ，

维数 n 是一个超参数。因此在每个时刻，使用 GRU

更新隐状态的过程可以简写为 1( , )t t th GRU x h  。 
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当输入为单个句子时，输入模块计算 RNN 所

有的隐状态，GRU 计算得到的输出表示的个数

C IT T ，与句子中单词个数相同，令
tc 表示输入

模块输出序列中的第 t 个元素。当输入为多个句子

时，输入模块将句子连接成一个长的单词序列，在

每个句子后面插入一个句尾标记，每个句尾标记的

隐状态就是输入模块的最终表示，输出表示的个数

CT 等于句子个数。 

（2）问题模块： 

与输入模块类似，给定包含 QT 个单词的问题，

问题编码在 t 时刻的隐状态

1( [ ], )Q

t t tq GRU L w q  ，其中 L 是嵌入矩阵，
Q

tw

是输入序列的第 t 个单词的向量表示。问题模块的

输出是最后的隐状态编码
QTq q 。 

（3）情景记忆模块： 

该模块由内部记忆组成，使用注意力机制来更

新内部记忆。输入是当前的输入序列 c，问题表示

q 和先前的记忆
1im 
。注意力机制使用门函数

1( , , )i i

t tg G c m q 对候选事实 tc 进行处理，为了计

算门函数
i

tg ，首先定义一个计算输入 c、记忆 m 和

问题 q 之间相似度的特征向量： 

( , , ) [ , , , , ,| |,| |,z c m q c m q c q c m c q c m    

( ) ( ), ]T b T bc W q c W m （89） 

使用相似度特征向量 ( , , )z c m q ，经过一个两

层的前向神经网络来计算门函数 ( , , )G c m q 的值： 

(2) (1) (1)( , , ) ( tanh( ( , , ) )G c m q W W z c m q b b  

（90） 

记忆更新过程中，传送到回答模块的情景向量

是 GRU 的最终状态，那么在输入序列 1, ,
CTc c 上

使用修改后的 GRU，并用门函数
i

tg 进行加权，得

到 GRU 在 时 间 步 t 更 新 的 隐 状 态

1 1( , ) (1 )i i i i i

t t t t t th g GRU c h g h    和最终传送到

回答模块的情景向量
C

i i

Te h 。 

产生 情景向量
ie 之后 ，更新 情景记忆

1( , )i i im GRU e m  。在经过
MT 次传递后，把最

终记忆 MT
m 送给回答模块。 

（4）回答模块： 

回答模块也是一个 GRU 网络，初始值为

0
MT

a m ，其输出为
( )softmax( )a

t ty W a ，其中

ta 为隐状态 1 1([ , ], )t t ta GRU y q a  ，由前一时刻

的输出、隐状态和问题经过 GRU 得到。 

训练中使用 ty 与答案序列概率分布的交叉熵

函数作为损失函数，进行反向传播训练，使交叉熵

函数最小化得到上述各个模型参数。 

该模型在 Facebook bAbI 数据集上进行了问答

实验，在 20 个问答任务中获得了 93.6%的平均准确

率，要略高于记忆网络的 93.3%。该模型还在

Stanford Sentiment Treebank (SST)数据集上进行情

感分析的实验，在情感分析的二分类任务和细粒度

分类任务中实现了最先进的性能。除此之外，还在

标准华尔街日报数据集评估了该模型的词性标注

性能，实验中实现了 97.5%的准确率，与最先进的

模型性能相当。 

3.3.4  键-值记忆网络 

为了解决机器阅读文档并回答问题的困难，使

用知识库来处理 QA 任务，Miller 等人提出了键值

记忆网络[43]，在存储器读取操作的寻址和输出阶段

使用不同的编码，使读取文档变得更加容易。 

KV-MemNN 的结构如图 22 所示，将上下文向

量存储在存储器中的机制由键-值（Key-value）存

储器实现，其中查找寻址阶段基于键（key）存储，

而读取阶段基于值（value）存储。模型可以通过键

和值的变换进行训练，使用随机梯度下降的标准反

向传播过程实现参数的学习。 
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KV-MemNN 是基于端到端的记忆网络结构，

把成对的向量
1 1( , ), , ( , )M Mk v k v 定义为记忆槽，

问题表示为 x。内存的寻址和读取包括三步： 

问题序列

知识源

回答

候选答案问题嵌入

1 1 2 2 3 3
( , ), ( , ), ( , ), , ( , )

N Nh h h h h h h hk v k v k v k v

键-值存储器

键嵌入 值嵌入

ihp

Softmax

jR

1jq 

1, ,j H

x

q

â

( )
iK hA k ( )

iV hA v
【键哈希散列】

【键寻址】 【值读取】

argmax

o 1Hq  ( )Y iB y

 

图 22  KV-MemNN 结构示意图

（1）键哈希散列（Key Hashing）：根据输入

的问题从知识源中检索与问题相关的事实，使用反

向 索 引 ， 找 到 大 小 为 N 的 存 储 器 子 集

1 1
( , ), , ( , )

N Nh h h hk v k v ，其中键与频率小于 1000

的问题之间至少共享一个词。 

（2）键寻址（Key Addressing）：即对存储器

进行相关性评价。寻址期间，将问题与键进行比较，

使用 Softmax 函数计算每个存储器键
ihk 与问题 x

的相似性，得到概率： 

Softmax( ( ) ( ))
i ih X K hp A x A k      （93） 

其中是 D 维的特征映射函数， A是一个维

度为d D´ 的矩阵。 

（3）值读取（Value Reading）：值读取步骤中，

通过对键寻址概率的加权求和来读取存储器的值，

返回输出向量 ( )
i ih V h

i

o p A v  。 

这样就完成了一层的操作。计算输入问题 x 的

特征映射表示 ( )Xq A x  ，将值读取得到的输出

向量o 与 q 相加经过映射，得到输入到下一层的

2 1( )q R q o  ，其中 1R 是一个 d d 维的矩阵，

并且在第 j 个跳段（hop）使用不同的 jR 。重复这

个过程，每一跳段都会更接近答案。通过更新的输

入 问 题 向 量 表 示 q 得 到 键 的 寻 址 概 率

1s o f t m a x ( ( ) )
i i

T

h j K hp q A k  。 

最后，在 H 个跳段之后，计算出最终预测的可

能输出： 

1, , 1
ˆ argmax softmax( ( ))T

i C H Y ia q B y  

（91） 

其中 iy Y 是数据集中所有可能的候选答案。

使用交叉熵作为损失函数，对模型端到端进行反向

传播训练。 

3.3.5  分层记忆网络 

当记忆网络需要从极大的存储器中进行读取

时，计算复杂性很高，因此 Chandar 等人提出了基

于最大内积搜索（Maximum Inner Product Search，

MIPS）的记忆选择机制，并建立了分层记忆网络

（Hierarchical Memory Network，HMN）模型[44]。

核心思想是以分层的方式来构建存储器，与传统的

普通存储方法相比，读取数据时需要处理的步骤

少，更容易训练。 

与 MN 相比，HMN 具有两个不同的存储和读

取模块。 
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（1）存储模块：HMN 使用分层存储结构来代

替传统存储器结构的单元阵列，并提出了三种存储

器结构构造方法： 

①基于散列（hash）的方法。把记忆分成多个

单元，只在与问题相关的单元附近进行 MIPS。 

②基于树的方法。在叶子节点上创建带有记忆

单元的搜索树，只对问题路径的叶子节点执行

MIPS。 

③基于聚类的方法。把单元聚类成多个相关的

簇，只输出与问题最相关的簇并执行 MIPS。 

（2）读取模块：HMN 的读取只会在存储器中

选出的子集上使用软注意力机制，选择过程是由

MIPS 算法控制的，可以使用有组织的存储器分层

结构在子线性时间内检索最相关的事实。HMN 的

读取模块通过更新输入来进行 MIPS，这样 MIPS

检索的结果包含正确的事实。 

HMN 还提出了 K-MIPS 的概念：输入一组点

1{ , , }nx x  和一个问题向量 q，K-MIPS 的目标

函数是
( )argmax K T

i iq x ，其中
( )argmax K

是返回 K

个使得
T

iq x 取最大值的 1{ , , }nx x  中点的下

标索引。  对应于存储器，q 是输入模块计算得到

的向量。 

HMN 模型通过使用 K-MIPS 算法组织存储器，

然后训练读取模块执行 MIPS。读取模块使用

softmax 函数，在每个读取步骤检索一组相关的候

选单元：  

( )

( )

argmax ( )

softmax ( ( ) )

softmax( ( ) [ ] )

K T

K T

out

T

C h q M

R h q M

h q M C







  （92） 

其中 ( ) dh q  是问题的表示，C 是最大 K 个

MIP 候选单元的下标索引集，
N dM  是存储器，

N 是存储器中的单元总数， [ ]M C 是 M 的子矩阵，

其中 [ ]M C 的行通过 C 索引值得到。 

基于聚类的近似 K-MIPS 算法是由 Auvolat 等

人提出[45]，这种方法优于其他数据依赖和数据独立

的近似 K-MIPS 方法。对于大多数近似 MIPS 算法，

可将 MIPS 转换为最大余弦相似搜索（Maximum 

Cosine Similarity Search，MCSS）问题： 

( ) ( )argmax argmax
T T

K Ki i
i i

i i

q x q x

q x x
     （93） 

当所有的数据向量
ix 有相同的范数时，MCSS

与 MIPS 是等价的。在存储单元和输入表示添加附

加的维数，能够将 MIPS 转换为 MCSS。在存储单

元和输入向量上使用 P 和 Q 两个映射，使数据向量

的范数相同，这样就把 MIPS 转换成 MCSS： 

 

2 4 2

2 2 2
( ) ,1/ 2 ,1/ 2 , ,1/ 2

( ) ,0,0 ,0

m

P x x x x x

Q x x

    
  



  

（94） 

因此，对于任何问题向量 q 的 MIPS 都具有这

样的近似等价关系： 

( ) ( )

2 2

( ) ( )
argmax argmax

( ) ( )

T
K T K i

i i i

i

Q q P x
q x

Q q P x
  

（95） 

将 MIPS 转换为 MCSS 之后，就可以使用 K 均

值或[46]分层聚类的方法来近似并加快余弦相似性

搜索过程。存储器中的数据聚类后，每次读取只需

要 K 个点积，其中 K 是聚类质心的个数。 

但是，这种方法只得到近似值，训练过程中会

在梯度下降过程引入偏差，从而影响 HMN 的性能。

为了解决这个问题，提出了以下三种方法： 

（ 1）使用 K 个最大的单元索引添加到

mini-batch 中的所有读取查询中。这样可以通过

GPU 进行有效的矩阵乘法运算，也有助于减少近似

误差带来的偏差。 

（2）对于每次的读取访问，不仅使用近似值

最大的几个聚类，还按照与质心点积成比例的概率

分布，对其它的聚类随机抽样，这样也可以减少偏

差。 

（3）也可以对存储器进行随机采样，添加到

最大 K 个候选单元中。 

3.3.6  基于二叉树的分层注意力 MN 

前文所介绍的记忆网络大多是为了处理更大

的存储器所提出的，但是存储器的访问效率容易被

忽视。大多数的存储器结构具有 ( )n 的访问复杂
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度，其中 n 是存储器的大小，因此在复制长度为 n

的序列时，需要执行 2( )n 次运算，这样的效率太

低。为了提高效率，Andrychowicz 等人提出了分层

注意力记忆网络（Hierarchical Attentive Memory，

HAM）[47]，基于叶子节点对应记忆单元的二叉树，

使模型以 (log )n 复杂度进行存储器访问，相对于

标准注意力机制具有的 ( )n 复杂度有了极大的改

进。 

HAM 模型由基于二叉树的 HAM 记忆模块和

LSTM 控制器组成，如图 23 所示。模型的存储器是

二叉树的结构，其中叶子节点包含存储在存储器中

的数据，内部节点包含一些辅助数据，对更有效地

查找到所需要的记忆内容有帮助。 

3y2y
1y

mx1x

LSTM LSTM LSTM

HAM HAM HAM

...

...

 

图 23  HAM 模型整体结构示意图 

假定输入序列为 1 2, ,x x L ，输出序列为

1 2, ,y y L ，并且 { }, 0,1
b

i ix y Î 是维数为 b 的二值

向量，输入序列长度≤n，其中 n 是 2 的幂。 

HAM 模型基于具有 n 个叶子节点的完全二叉

树实现。 2 1V n= - 表示二叉树的节点数，L VÌ

表示叶子节点的子集，并且用 ( )l e 和 ( )r e 表示节点

e 的左节点和右节点，其中 \e V LÎ 为内部节点。 

HAM 模型将二叉树和注意力机制与 LSTM 结

合，HAM 包括以下四个过程：模型初始化、注意

力机制、输出和更新。 

（1）模型初始化。使用 EMBED ( )ix 将叶子节

点的值初始化，没有输入
ix 的叶子节点的值初始化

为 0。然后使用 JOIN 自下而上初始化内部节点，得

到父节点 ( ) ( )JOIN( , )e l e r eh h h= 。 

（2）注意力机制阶段。从根部自上而下地执

行 SEARCH 操作，向右的概率为 p，向左的概率为

1-p，直到到达叶子节点，得到注意力机制叶子节点

a。 

（3）输出。将注意力机制叶子节点 a 的值
ah 输

入到 LSTM 中，得到输出 { }0,1
b

ty Î ，经过 sigmoid

函数得到
ty 的概率分布。 

（4）更新。如图 24 所示，对注意力机制叶子

节点 a 的值使用 WRITE 进行更新，然后自下而上

地更新内部节点。 

2h 3h

1h

4h 5h
6h 7h

8h 9h
10h

11h 12h ah 14h 15h

LSTMh : WRITE( , )a a LSTMh h h

JOIN

JOIN

JOIN

 

图 24  HAM 模块更新过程 

其中，EMBED 是
b d®　 的映射函数，JOIN

是
d d d串　 ? 的 映射 函数， SEARCH 是

[ ]0,1d l串　 的 映 射 函 数 ， WRITE 是

d l d串　 ? 的映射函数。这四个映射变换可以

使用任意的函数逼近器表示，例如多层感知器

（Multilayer Perceptrons，MLPs）。 

训练时使用强化学习从纯输入-输出样本中训

练模型[48]。设 x，y 是输入输出序列， 表示模型

的参数，A 表示执行过程中所有选择向左或向右的

顺序。为了得到正确的输出，求输出 y 的最大似然

概率： 
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log ( | , ) log ( | , ) ( | , , )
A

L p y x p A x p y A x  
 

   
 


（96） 

使用变分法，转化为最小化变分下界问题： 

( | , ) ( | , , )
A

F p A x p y A x L      （97） 

并使用强化学习来学习近似梯度： 

( | , )[ log ( | , , )
A

F p A x p y A x      

log ( | , , ) log ( | , )]p y A x p A x  （98） 

最后使用蒙特卡洛方法近似求得模型参数的

估计值。 

该模型将使用 LSTM 作为控制器的 HAM 与

LSTM 和使用注意力机制的 LSTM 进行比较，测试

模型堆栈、FIFO 和优先级队列的能力。实验结果显

示使用注意力机制能够极大的减少LSTM在任务中

的错误率（分类任务错误率由 99%降到 25%），而

使用LSTM作为控制器的HAM错误率仅有 0.04%。

在2至4倍长度的输入时，具有注意力机制的LSTM

也无能为力（仅能完成搜索操作），而使用 LSTM

作为控制器的 HAM 错误率最高仅为 2.48%，而且

时间复杂度只有 (log )nQ 。 

3.3.7  应用于大规模问答系统的 MN 

训练大规模问答系统时，一次只能训练很少的

样本，因此在记忆网络模型的基础上，对于大规模

问答数据集 SimpleQuestions，文献[50]提出了嵌入

式的 QA 系统。 

嵌入式的 QA 系统模型包括以下四个模块： 

（1）输入模块。完成存储器到内存的候选数

据库（Freebase）实体，系统需要回答的问题，以

及扩展内存的候选答案集（Reverb）实体这三类数

据的预处理。具体执行过程分三步： 

①将候选数据库实体重新定义为包含主体 s 、

关系 r 和对象 o 的三元组。具有 k 个对象的实体

1( , ,{ , , })ky s r o o 表示为向量 ( ) SN
f y  ，这

里 SN 是所有实体和关系的个数， ( )f y 的每一维对

应一个关系或者实体，主体和关系的输入值为 1，

对象的输入值为 1/k。 

②将问题 q 表示为 ( ) VN
g q  ，这里

VN 是词

典里单词的个数。问题 q 对应的单词的值为 1，其

他设置为 0。 

③将候选答案集的实体 ( , , )y s r o 表示为向

量 ( ) S VN N
h y


 ，是主体 s、对象 o 的符号袋子和

关系 r 的单词袋子模型表示，维数大小是前两者之

和。 

（2）泛化模块。泛化模块用于预计算实体链

接，即将候选答案集实体的主体和对象链接到基于

候选数据库实体的存储器结构上。这样就可以使用

候选数据库训练出来的模型查询候选答案集实体。 

（3）输出模块。给定输入问题后，输出模块

执行内存查找，返回满足查询条件的支持实体，提

供问题的答案。 

为了避免对所有实体进行打分，首先使用近似

实体链接生成一小组候选实体，然后再进行打分。

具体执行过程分两步： 

①首先从问题中生成所有可能的 n 元语法，只

保留作为实体的 n 元语法，并丢弃所有作为子序列

的 n 元语法。最后在候选数据库实体中，检索与五

个最长匹配的 n 元语法最多的链接，最后得到需要

保留的两个实体。 

② 使 用 两 个 嵌 入 矩 阵 Vd N

VW


 和

Sd N

SW


 ，计算问题 q 和候选数据库候选实体 y

的相似度，得到相似度打分： 

( , ) cos( ( ), ( ))QA V SS q y W g q W f y    （99） 

其中 VW 和 SW 分别表示词典中单词的嵌入矩

阵和候选数据库实体关系的嵌入矩阵。 

当对候选答案集中的实体 y 打分时，使用嵌入

矩阵
( )V Sd N N

VSW
 

 计算余弦相似度： 

( , ) cos( ( ), ( ))RVB V VSS q y W g q W h y   （100） 

这里，嵌入矩阵 VW 和 SW 是需要从训练集中学

习的参数。最后根据计算出的相似度选择与问题最

相似的候选实体。 
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（4）响应模块。响应模块处理输出模块的结

果，并计算出预期的答案，返回所选支持实体的对

象集合。 

该模型在 WebQuestions，SimpleQuestions 和

Reverb 三个测试集上进行了评测，并与最先进的模

型进行比较。 

在基准 WebQuestions 数据集上，该模型获得了

与最佳模型（41.3％）相当的 F1 得分 41.2％。在

SimpleQuestions 数据集上的实验结果，最优准确率

达到 62-63％，而支持事实的实验结果表明，支持

事实有大约 86％落在 SimpleQuestions 问题的候选

集中，这说明该模型对候选答案重新排名是很有效

的。在 Reverb 数据集上的实验结果显示，该模型的

准确度是 67%，接近最先进的记忆网络模型。 

3.3.8  用于视觉和文本问答系统的 DMN 

DMN 在语言任务中有很好的预测准确率，

Xiong 等人在此基础上对记忆模块和输入模块进行

了改进[51]，不需要在训练期间标记支持事实，并且

还能够回答视觉问题。DMN 用于视觉和文本问答

系统包含文本 QA 的输入模块、视觉 QA 的输入模

块和情景记忆模块组成。 

（1）文本 QA 的输入模块 

DMN使用单个GRU来处理输入文本中的所有

单词，通过存储句子末端标记产生的隐状态来提取

句子表示。但是 GRU 只能获得句子级上文关系，

而句子级上文关系可能不能很好地反映单词级别

上的上下文关系，为了实现单词级 GRU 交互，因

此 Xiong 提出使用两个不同的模块替代单个 GRU。 

句子阅读器：使用位置编码，负责将单词编码

成句子嵌入表示。单词序列 1[ , , ]
i

i i

Mw w 的编码经

过位置加权得到每个句子的编码 if ： 

1j i

i j jM
f l w


              （101） 

(1 / ) ( / )(1 2 / )jdl j M d D j M    （102） 

其中， jl 是由 jdl 作为元素组成的位置编码列向

量，d 是嵌入向量的分量的索引值，即分量的下标，

D 是嵌入的维数，M 是句子中的单词个数。 

输入融合层：采用句子阅读器得到的输入事实

编码 if ，并使用双向 GRU，实现句子里单词之间

正向和反向依赖关系的捕捉： 

 

1

1

( , )

( , )

i fwd i i

i bwd i i

i i i

f GRU f f

f GRU f f

f f f









 

         （103） 

（2）视觉 QA 的输入模块 

把图像分成小块，并把每一块看成文本中的一

个句子。视觉 QA 的输入模块包括以下三个部分： 

①局部特征提取：使用基于 VGG-19 模型的

CNN 从图像中抓取特征。 

②视觉特征嵌入：增加了一个双曲正切激活函

数的非线性层，将局部区域特征向量投影到问题向

量 q 使用的文本特征空间中。 

③输入融合层：前面提取的局部特征向量并没

包含全局信息，因此增加了一个输入融合层。首先

遍历整个图像得到输入事实 F，然后在这些输入事

实 F 上应用双向 GRU，产生全局感知输入事实F 。 

（3）情景记忆模块 

情景记忆模块通过将注意力集中在输入事实

的一个子集上，从视觉 QA 的输入模块提供给它的

输入事实
1, , NF f f 

 
中检索信息。通过注意

门
t

ig 和每个事实 if 的关联来实现注意力机制，并

通过事实 if 与问题表示q和情景记忆之间的交互来

进行计算，得到注意门
t

ig ： 

 

1 1

(2) (1) (1) (2)

1

[ ; ;| |;| |]

tanh( )

exp( )

exp( )
i

t t t

i i i i i

t t

i i

t
t i
i M t

ik

z f q f m f q f m

Z W W z b b

Z
g

Z

 



  

  





（104） 

其中， if 表示第 i 个事实，
1tm 
是前一时刻的

情景记忆， 表示逐元素乘法，符号；表示把各个

向量叠加起来，形成增广向量。 

有了注意门
t

ig 后，可以使用软注意力机制或者

基于注意力机制的 GRU 来提取上下文向量 tc 。 
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软注意力机制通过注意门
t

ig 和排序好的事实

向 量 F 的 加 权 求 和 ， 得 到 上 下 文 向 量

1

N t

t i ii
c g f


 。而基于注意力机制的 GRU 通过对

传统 GRU 模型进行修改，得到更好的性能。

ih

iu

ir
IN

OUT

ih
ih

ir
IN

OUT

t

ig

ih

 

图 25  传统 GRU 模型（左）与基于注意力机制 的 GRU 模型（右）的对比

使用注意门
t

ig 替代 GRU 中的更新门
iu ，如图

25 所示，使得 GRU 通过注意门来更新其内部状态： 

 1(1 )t t

i i i i ih g h g h         （105） 

得到的最终隐状态 Nh 就是上下文向量 tc 。通

过上下文向量 tc 和前一时刻的情景记忆向量
1tm 

来更新
tm ： 

 
1( , )t t tm GRU c m         （106） 

其中，GRU 的初始隐状态设置为问题向量 q。 

或者也可以使用 ReLU 来更新记忆向量
tm ： 

1( [ ; ; ] )t t t tm RuLU W m c q b      （107） 

其中；表示把各个向量叠加起来，形成增广向

量， , ,H H Hn n nt

HW b n


  是隐层包含的神经元

的个数。 

除此之外，Ramachandran 等人对 DMN 也做了

扩展，提出了动态记忆张量网络（Dynamic Memory 

Tensor Network，DMTN）[52]。由于注意力机制是

模型性能提高的关键，因此使用神经张量网络[53]

来制定相似性度量机制，用作打分的特征向量。该

模型与 DMN 比较，能处理的任务个数提高了 80%

以上，与 Facebook 提出的端到端记忆网络相比在

bAbI 数据集上可处理的任务个数增加了 20%。 

该 模 型 在 视 觉 问 答 （ Visual Question 

Answering，VQA）数据集上进行实验。VQA 数据

集由三个问题域组成：是/否，数字和其他。实验结

果表明，该模型在这三个问题域优于其它基线模型

以及最先进的方法，尤其是在其他问题域上，具有

更为广泛的优势。 

3.3.9  应用于视频描述的 KV-MemNN 

Jain 等人将 KV-MemNN 应用于多模态场景，

处理序列到序列模型的新型键寻址机制中[54]，Jain

提出的模型将视频分解为视觉和语言片段，将每一

帧画面作为键，其语义信息作为值，将这二者匹配

起来作为键-值对处理，从而获得从视觉到语义嵌入

空间的依赖关系[54]。 

模型基于编码器-解码器框架。编码器网络学习

从输入序列映射到固定长度的向量表示，将其传递

给解码器以生成输出序列。模型包括编码器模块、

键值存储器和解码器模块三个部分。 

（1）编码器模块。在长度为 T 的视频中，编

码器模块把输入序列 1{ , , }TX I I 的图像映射

到相应的固定大小的上下文表示向量序列。处理视

频时，使用 CNN 编码器提取特征向量，并用 RNN

编码器处理提取的特征向量。 

输入每一帧图像
NxM

iI  ，CNN 编码器学习

从图像到维数为 D 的上下文表示的映射关系

: N x M Df  。RNN 编码器按顺序处理从 CNN

编码器提取的每一帧的特征，在每个时间步生成隐

状态 1( ( ), )e e

i i ih g f I h  ，包括所有T 个图像序列信

息。在保持时间依赖性的同时，将可变长度序列映

射到固定长度的上下文向量。 

（ 2 ） 键 - 值 存 储 器 。 由 键 - 值 对
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1 1( , ), , ( , )T Tk v k v 组成记忆槽，键和值用于把视

觉空间前后关系转换到语言空间，并有效提取视觉

特征和文本描述之间的关系。定义键、值和键寻址、

值读取如下： 

键（Key）：使用 CNN 编码器，提取视频每一

帧
iI 的特征向量，这些特征向量通过 RNN 编码器

合并为顺序结构，隐状态
e

ih 被提取出来，作为表示

视觉前后关系的键
e

i ik h 。 

值（Value）：对于每一帧图像 iI ，通过预训练

模型 联合建模图像的视觉和语义嵌入信息，得到

对应键的文本语义嵌入 ( )i iv I ，对于视频的每

一帧，都有键-值记忆槽 ( , )i ik v 。 

键寻址：键寻址过程如图 26 所示，使用软注

意力机制得到每个存储器的对齐概率
ia 。键寻址使

用 LSTM，以前一时间步读取的值 1( )t K  作为输

入 来 读 取 过 去 的 值 ， 输 出 新 的 隐 状 态

1 1( ( ), )k k k

t t th f K h   ，其中
kf 是循环网络神经元

激活函数。 

在 t 时刻，问题 q 是解码器隐状态 1

d

th  和键寻

址隐状态
k

th 的加权求和： 

1

k d

k t d tq W h W h               （108） 

然后使用问题 q 和时刻 i 的键向量 ik 通过双曲

正切激活函数（tanh），得到第 i 个时刻特征向量 ik

的相关性得分： 

 

键寻址
键值映射

解码LSTM

记忆LSTM

1

d

th 

k

th

d

th

上下文向量 1t 

1t 上下文向量

图 26  键寻址过程示意图 

tanh( )t

i t a ie w q U k           （109） 

其中 , , ,k d t aW W w U 是模型的参数。 

最后，使用 softmax 函数得到新的注意力分布

概率： 

 
1

exp{ }/ exp{ }
N

t t t

i i j

j

e e


        （110） 

这样将视觉信息和语言信息分离成为键-值对，

可以为解码器提供更好的上下文信息。 

值读取：记忆槽的值是键值特征向量的加权

和。 

( ) ( )

1 1

( ) , ( )
T T

t t

t i i t i i

i i

K k V v   
 

     （111） 

其中，
t

i 是键寻址过程中求得的每个记忆槽的

分布概率，作为权重将键和值的特征向量加权求

和，得到该记忆槽的键 ( )t K 用于在下一时间步的

键寻址，而记忆槽的值 ( )t V 作为输入传递到解码

器产生下一个单词。 

（3）解码器模块。解码器也使用 LSTM，可

以对大范围的依赖关系进行训练。LSTM 模型除了

RNN 中的隐状态 th 之外还具有存储记忆单元 tc ，

能够有效汇总在当前时刻以前观察到的信息。

LSTM 的主要结构是三个控制门：输入门控制当前

输入 tx ，遗忘门 tf 自适应地遗忘旧的记忆，输出门
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to 决定单元存储器输出到隐状态的程度。然后在隐

状态
th 上使用单层神经网络，通过 softmax 函数得

到候选单词的概率分布
tp ： 

soft max( [ , , ( )])t p t t t pp U h x V b     （112） 

3.3.10  用于未知单词答案选择的 HMN 

记忆网络在句子级存储器上进行推理，而没有

把注意力集中在单词上，会使模型丢失一些细节信

息。因此文献[55]提出了与上文不同的分层记忆网

络，将过去的事实分别编码成句子级和单词级存

储，在句子级存储器上的推理模块上使用 k 最大池

化，对与问题最相关的 k 个句子进行采样，并将这

些句子送入单词级存储器的注意力机制，集中在与

问题最相关的选定句子中的单词。最后通过句子级

推理模块和单词级注意力机制的输出共同得到问

题答案预测。 

模型结构包括句子级存储推理模块和单词级

注意力机制模块，其整体结构如图 27 所示。

( )SM

(1,2, , ){ }i i nX x 

( )WM

( )S

注意力机制

单词级存储器

K最大池化

推理

句子级存储器

句子序列 问题q

Softmax

答案 y

( )Wp

( )Sp

Softmax

 

图 27  HMN 整体结构示意图

 句子级存储推理模块：输入一组 n 个句子

(1,2, , ){ }i i nX x  和问题 q，将句子集 X 分别映射到

句子级存储模块 ( )SM 和具有低维分布表示的单词

级存储模块 ( )WM 。利用句子级存储模块来软搜索

（soft-search）相关句子。基于软搜索结果，通过 k

最大池化方法对最相关的句子进行抽样，并且利用

注意力机制来关注所选语句的单词级记忆。目标回

答 y 同时指导学习句子级存储的推理过程和单词级

注意力机制。 

句子级存储推理模块与端到端记忆网络完全

相同，使用相邻权重结合的方案进行多重交互，最

后得到句子级存储器推理模块预测的单词概率分

布
( )Sp 。 

K 最大池化：对句子级存储推理模块最后一层

计算出来的权重向量 ( )S 进行池化，采样出最大 k

个与问题最相关的句子，提供给单词级注意力机制

模块，将注意力集中在相关的单词上，减少计算的

复杂度。 

单词级的注意力机制：使用双向 GRU 计算所

有单词 (1,2, ,| |){ }t t t   的隐状态，对于第 t 个单词

t
 ，前向 GRU 和反向 GRU 分别将其编码得到隐

状态 ( )R

t th GRU C  和 ( )R

t th GRU C  ，其中隐状

态的维数与单词嵌入的维数相等， RC 是句级存储

器最后一层的单词嵌入矩阵。然后将前向 GRU 隐
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状态
th 和反向 GRU 隐状态

th 求和得到单词对应的

记忆信息 ( )

(1,2, ,| |){ }W

t t tM m  ，其中
t t tm h h  。这

样，记忆向量
tm 就包含了句子集合 X 中第 t 个单词

tw 的上下文信息。 

对于所选的包含有序单词序列 ˆ(1,2, ,| |)
ˆ ˆ{ }t t t
 




的某个句子 X̂ ，计算句子级存储器中最后一层的问

题向量 ( )S

Ru ，和单词子集 ŵ 对应的记忆子集

ˆ( 1 , 2 , , | | )
ˆ{ }t t t
m


注意力对齐向量。那么在单词级存储器

中，归一化注意力权重 ( ) ( )

ˆ(1,2, ,| |)
{ }W W

t t t
 


 为： 

( ) ( ) ˆsoftmax( tanh( ))W T S

t R tv Wu Um      （113） 

其中
1, ,d d d d dv W U创 ?挝 ?　 ? 是训练过

程中需要学习的参数。 

按照 Oriol Vinyals 等人的方法[53]，在单词子集

ŵ上归一化注意力权重
( )W ，作为输出单词的概率

分布： 

( ) ( ) ( )ˆ( ) ( ( )) ( )W W Wp trans p trans      （114） 

其 中 ( )trans  表 示 单 词 子 集 概 率 分 布

ˆ( ) ˆ( )
tWp w Î ¡ 到 所 有 单 词 概 率 分 布

( ) ( )
VWp w Î ¡ 的映射，就是将子集中的单词概率

添加到字典中单词对应的位置，在这个过程中将没

有选中单词的概率设置为 0。 

通过句子级存储器模块 ( )SM 输出的单词概率

分布
( )Sp 和单词级存储器模块 ( )WM 输出的 ( )Wp ，

可以预测输出单词的联合概率分布： 

( ) ( )( ) ( ) ( )S Wp w p w p w= +        （115） 

最后，使用目标回答 y 来同时指导学习句子级

存储器的推理过程和单词级的注意力机制，并选择

交叉熵作为损失函数，使用随机梯度下降算法进行

训练[56]。 

该模型在四个合成域对话数据集上进行答案

选择任务，包括两个机票预定域和两个酒店预订

域，与记忆网络进行比较，并且分别比较了仅使用

句子级推理模块和仅使用但刺激推理模块的分层

记忆网络。实验结果显示，仅使用单词级推理模块

的 HMN 的测试错误数量要少于仅使用句子级推理

模块的 HMN，而且联合使用两个模块能获得更好

的性能，测试错误数量远小于记忆网络。 

3.4  其他类型的记忆网络 

除了上述基于记忆网络基础模型的扩展模型，

还有很多学者提出了自己对于记忆网络的构想，这

些模型结构包括主动长期记忆网络、前馈神经网络

的简化注意力模型、使用虫洞连接的记忆增强神经

网络、用于知识库问答的事实记忆网络、存储器增

强的神经网络和记忆增强的神经图灵机。 

3.4.1  主动长期记忆网络 

当人工神经网络顺序学习不同任务时，持续学

习的内容会受到干扰和遗忘，因此 urlanello 等人提

出了主动长期记忆网络（Active Long Term Memory 

Networks，A-LTM）[58]，它是一种连续多任务深度

学习模型，能够在获取知识的同时保持之前学习的

输入与输出之间的关联关系。模型利用深度神经网

络的非凸性质，使用蒸馏损失（Distillation Loss）[59]

来保留之前学习的非活跃任务的知识。 

基于 McClelland 等人提出的海马理论[60]，哺乳

动物通过海马（Hippocampus）和新皮质（Neocortex）

来保持长期记忆，平衡稳定性和灵敏度，因此既能

够体验到新的环境，又不会使自身承受突变环境的

风险，从而避免灾难性推理（Catastrophic Inference，

CI）行为。 

受此启发，A-LTM 模型的输入和输出使用双系

统来表现隐因子的变化。第一部分是成熟稳定的新

皮质网络（N），在发育阶段具有监督源的同质环境

中进行训练。第二部分是灵活的海马网络（H），在

一般的非结构化记忆学习环境，从 N 初始化，并从

H 的输出活动中规范化。这种双重机制可以在保持

N 的稳定性的同时关注新的输入。 

A-LTM 把学习过程分为两个学习场景：发育期

和成熟期。在发育期，N 在受控环境中训练，其中

存在相同对象的多个示例。使用多任务目标函数训

练 N 来预测对象的语义和图像的类标签。收敛后，

N 的学习率为 0。 
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在成熟期，用 N 学习的结果初始化 H 网络，H

网络学习场景发生改变，其中对象通常只有单一视

图，并且类别数量增加两个数量级。H 用多任务目

标函数进行训练，用来预测新的高维语义学习任

务，并使用经验回放机制预测缺少输出行为标签的

发育任务 N 的输出，使用经验回放机制情况下，N

具有区分同一对象的不同视图的能力，即先前发育

期的经验和成熟期知识。 

因此，A-LTM 学习的核心思想是所有的记忆任

务都需要兼顾过去的经验才能够找到一个发育期

和成熟期组成的多任务的最优解。因此，如果在新

的学习环境下缺少标签，导致输入输出的不确定，

那么 H 学习中缺失的信息必须用 N 的预测值来进

行补充。在这种情况下，对付输入分布的变化产生

的不稳定性，需要辅之以回放（auxiliary replay）机

制。 

定义智能体与连续环境相互作用关系为联合

概率分布 ( , )P y x ，包括视觉刺激 x X 和智能体动

作 的 隐 因 子 y Y 。 智 能 体 通 过 感 知 机 制

( ) :x X S 来接收刺激信息，并根据深度神经网

络感知的层次表示 ( ) : ds S  进行决策。通过

softmax 函数，将最后一层 ( )d s 转换为动作的概率

分布。对于特定的环境信息 x ，使用正确的动作行

为 y 来对训练过程进行监督。使用交叉熵损失函数

( ( ), )dL s y 最小来更新深度神经网络隐层形成的层

次表示。 

定义发育期学习场景 1，此时智能体与场景相

互作用关系为联合概率分布
1 1 1( , )P y x ；成熟期学习

场景 2，此时智能体与场景相互作用关系为联合概

率分布 2 2 2( , )P y x 。以下讨论中仅考虑从学习场景 1

到学习场景 2 的简单学习过程。假定动作神经网络

的 输 入 输 出 映 射 函 数 为

   0 1 2 1 2 1 2( , , ; ) = , = ,f w w w x X x x Y y y： ，其中
0w

是学习场景 1 到 2 共享的参数， 1 2,w w 是从共有表

示 x 到单独任务智能体动作的隐因子 1 2,y y 映射的

特定参数。 

A-LTM 学习多任务序列过程包含以下两步来

解决优化问题： 

（1）用目标函数
0 1

0 1 1 1
,

min ( ( , ; ), )
w w

L f w w x y ，学习

场 景 1 的 联 合 概 率 分 布
1 1 1( , )P y x 和 动 作

0 1 1( , ; )f w w x，其中
0 1,w w 的初始值 0 0

0 1,w w 由高斯分

布 (0, )N  随机抽样得到。 

（2）用目标函数
0 2

0 2 2 2
,

min ( ( , ; ), )
w w

L f w w x y 学习场

景 2 的联合概率分布
2 2 2( , )P y x 和动作

0 1 1( , ; )f w w x ，

学习场景 1的
1 1 1( , )P y x 的结果作为

2 2 2( , )P y x 的初始

值。其中共享参数
0w 的初始值 0 *

0 0w w ， *

0w 是学习

场景 1 中的
0w 的最终学习结果，而

2w 的初始值为

0

2 ~ (0, )w N  。 

那么，学习场景 1 和 2 组成多任务学习，省略

多任务学习在学习场景 1 和 2 目标函数之间的权衡

比例因子，同时求解这两个任务的目标函数为： 

0 1 2
0 1 1 1 0 2 2 2

, ,
min ( ( , ; ), ) ( ( , ; ), )

w w w
L f w w x y L f w w x y （110） 

其 中 初 始 值 0 0 0

0 1 2, ,w w w 均 服 从 高 斯 分 布

(0, )N  。 

学习任务缺少学习场景 1 的输出行为标签
1y ，

只有学习场景 2 的输出行为标签
2y 时，可以使用经

验回放知识蒸馏学习结果替代缺少的学习场景 1 的

输出行为标签 1y 。A-LTM 使用经验回放，用过去

学习场景 1训练的稳定模块新皮质网络N替代缺失

的学习场景 1 的输出行为标签 1y ，这样 H 面对新的

学习场景 2 时，任务学习的目标函数为： 

 

0 1 2

* *

0 1 1 0 1 1 0 2 2 2
, ,

min ( ( , ; ), ( , ; )) ( ( , ; ), )
w w w

L f w w x f w w x L f w w x y  
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 0 * 0 * 0

0 0 1 1 2 ~ (0, )w w w w w N  ， ，    （116） 

其中 * *

0 1 1( , ; )f w w x 通过以前训练好的新皮质网

络 N，根据经验回放来模拟正确的行为
1y 。 

3.4.2  前馈神经网络的简化注意力模型 

Colin Raffel 等人提出了一种适用于前馈神经

网络的注意力机制简化模型[61]，其结构如图 28 所

示，可以解决序列的长期记忆问题。 

注意力机制是一种学习序列长期依赖关系的

方法，它能够抓住模型在不同时间状态之间更直接

的依赖性。基于 Bahdanau 等人的研究[62]，模型在

每个时刻产生输入序列的隐状态
th ，通过引入对齐

注意力向量 t ja 作为权重，对计算的输入隐状态序

列 jh 加权求和，得到模型的上下文向量 tc ： 

 
1

T

t t j j

j

c ha
=

= å           （117） 

其中 T 是输入序列长度， t ja 是每个隐状态 jh

在 t 时间步的权重： 

1

1

exp( )
( , ),

exp( )

t j

t j t j t j T

tkk

e
e a s h

e
a-

=

= =

å
 （118） 

其中a 是一个学习函数，在给定前一时刻的输

出隐状态 1ts - 和输入的隐状态序列 jh 时，计算当前

序列重要程度。 

然后计算新的输出隐状态序列元素 ts 的条件

后验概率， ts 取决于前一时刻的输出隐状态 1ts - ，

上下文向量 tc 和模型 t-1 时刻的输出：

1 1= ( , , )t t t ts f s c y- - 。 

1

1h 2h 3h Th...

2 3 T

( )ta h

c

 

图 28  前馈注意力机制模型结构示意图 

将上述注意力机制进行简化，如图所示，前馈

注意力机制模型将输入隐状态序列
th 输入函数

( )ta h 中，产生概率对齐向量a 。然后以a 作为权

重对
th 加权求和，得到上下文向量 tc 。 

将上述前馈注意力机制简化，用于从整个序列

当中产生单个上下文向量 tc ： 

1
1

exp( )
( ), ,

exp( )

T
t

t t t t tT

ttk

e
e a h c h

e
a a

=
=

= = = å
å

（119） 

其中 ta 是对齐函数，并只取决于 th 。使用注意

力权重 ta 计算状态序列 th 的自适应加权和，得到输

入序列的固定长度的嵌入上下文向量c 。使用注意

力机制可以随着时间集成与当前输出最相关的输

入序列隐信息，因此模型可以处理可变长度序列建

模问题。 

当序列长度 T 固定时，没有注意力机制的前馈

神经网络模型可以用于序列数据建模。而当 T 变化

时，需要增加时间积分，最简单的方法就是计算状

态序列 th 的未加权的平均值： 

 
1

1 T

t

t

c h
T =

= å 。 

假定模型的输入为 tx ，计算隐状态为： 
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LReLU( )t xh t xhh W x b= +       （120） 

其中
2 ,D D

xh xhW b´挝　 ，LReLU( )x 为带

泄漏非线性整流函数，其中 

LReLU( ) max( ,0.01 )x x x= 。 

令对齐函数为 ( ) tanh( )t hc t hca h W h b= + ，根

据公式（104）计算上下文向量 c，并计算中间向量

s： 

LReLU( ), ,D D D

cs cs cs css W c b W b´= + 挝　

（121） 

最后输出 y： 

1LReLU( ), ,D

sy sy sy syy W s b W b´= + 挝　

（122） 

训练时用输出 y 与预测值的平方误差作为损失

函数，并使用 adam 自适应梯度下降算法优化参数
[63]。 

3.4.3  使用虫洞连接的记忆增强神经网络 

Gulcehre 等人提出序列暂态自动关系发现

（ Temporal Automatic Relation Discovery In 

Sequences，TARDIS）模型，提出了一种新型记忆

增强神经网络[64]，通过使用虫洞连接减少梯度消失

的影响，更容易学习序列长期依赖性关系。模型的

控制器将过去的隐状态选择性存储到外部存储器

中，在需要时重新访问。TARDIS 的内存作为虫洞

连接过去的存储器，有助于梯度的传播和时间依赖

性的学习。

0a 0m

1a 1m

2a 2m

0a 0m

1a 1m

2a 2m

th tm

r

tw

t

tr

tx

ty

1tM  tM

 

图 29  TARDIS 结构示意图

TARDIS 的结构如图 29 所示，是具有外部存储

矩阵 tM 的记忆增强神经网络，使用 RNN 控制器生

成读取权重
r

tw ，与存储器 tM 点乘得到读取向量

( )T r

t t tr M w 。TARDIS 的控制器将当前隐状态的

线性映射写入存储器： [ ]t m tM i W h 。 

在每个时间步，控制器的隐状态 th 取决于从存

储器读取的内容 tr ，当前的输入 tx 和前一时间步的

隐状态 1th  ： 1( , , )t t t th x h r  。 

存储器中的每个单元都是先前隐状态的线性

映射，因此从存储器中读取内容时，控制器隐状态

的调整可以看作跨时间创建快捷连接的一种方式。 

TARDIS 实现机制主要包括寻址机制和控制器

的读写操作。 
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寻址机制：TARDIS 的存储矩阵
tM 包括不相

交的地址部分
k a

tA ´Î ¡ 和内容部分
k c

tC ´Î ¡ ，即

存储矩阵为
( )[ ; ] k c a

t t tM A C    。存储矩阵的地

址向量固定为随机稀疏向量。控制器可读取存储器

的地址和内容部分，但只会写入存储器的内容部

分。 

连续读取权重
r

tw 由多层感知器生成： 

[ ] tanh( [ ] )

soft max( )

T

t h t x t m t u t

r

t t

i a W h W x W M i W u

w

   



   



（123） 

其中 { , , , , }h x m ua W W W Wg g g g
是需要学习的参

数，读取权重
r

tw 是从
r

tw 抽样或者通过arg max r

tw

得到的独热向量表示。对当前时刻之前的读取权重

求和并归一化，得到
tu ： 

 

1

1

norm( )
t

r

t i

i

u w
-

=

= å             （124） 

向量 tu 表示访问存储器中每个单元的频率，可

以帮助注意力机制基于访问每个单元的频率进行

注意力选择。 

TARDIS 控制器：TARDIS 使用 LSTM 作为控

制器，并使用存储器中读取的内容来修改门，并对

重置门使用 Gumbel-sigmoid 激活函数，控制器 

LSTM 的控制单元 tc 和隐层计算如下： 

1

1

tanh( )

tanh( )

g g g

t t h t x t t r t

t t t t t

t t t

c W h W x W r

c f c i c

h o c

 



  

 



（125） 

其中 , ,t t tf i o 分别是 LSTM 的遗忘门、输入门

和输出门， ,t ta b 是重置门的标量参数，用来控制

从存储器和前一隐状态的信息流入LSTM的控制单

元
tc 的程度。 

控制器可以通过选择要读取和写入的单元，创

建虫洞连接，来表示输入之间的依赖关系。 

3.4.4  用于知识库问答的事实记忆网络 

在学习问题回答的任务时，记忆网络可以有效

处理复杂的推理并具有可扩展性。Sarthak Jain 提出

的事实记忆网络[65]，可以从知识库中提取和推理相

关事实来学习回答问题。 

在建立模型之前，首先需要对候选数据库

（Freebase）进行事实提取。将所有可能的问题单

词与候选数据库实体的替代名称进行匹配，并丢弃

所有作为另一个 n 元（n-gram）语法的子序列的 n

元语法，将其余实体之一作为对象的所有事实都添

加到候选事实列表中。 

事实记忆网络模型由线性连接的L个计算层和

一个输出函数组成。初始计算层将候选事实列表和

问题嵌入作为输入，输出函数将最终计算层作为输

出，以候选数据库实体的形式生成一个答案列表。 

其中，模型的计算层包括两个输入： 

（1）事实列表 1 | |{ , , }FF f f= L ，其中每个事

实 f 的形式是 ( , , )s R o ，其中R 是主体 s 和对象o

之间的关系向量。 

（2）计算问题嵌入表示
dq Î ¡ 。 

对于每一个事实 f FÎ ，计算它的非归一化的

分数 ( )g f 和归一化的分数 ( )h f 。使用打分函数

( )g f 计算输入的问题嵌入表示和假设问题

( , )q s R  之间的相似度 ( ) ( )Tg f q s R  。如果

事实有多个表述方式，则计算它们相似度的平均

值，最后使用 softmax 函数得到归一化分数 ( )h f ，

归一化分数 ( )h f 能够反映出各个事实的重要程

度。 

然 后 根 据 计 算 的 分 数 修 改 事 实 列 表
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1 | |{ , , }FF f f= L 和问题嵌入表示 q ，分为以下三

步： 

（1）事实修剪。选择一个阈值，在事实清单

中移除打分比阈值要小的事实，事实修剪能够大大

缩短回答问题的响应时间，可以探索问题实体周围

的更大的搜索空间。 

（2）问题嵌入。将所收集的知识 ( , , )f s R o=

加入问题嵌入表示q 中： 

 ( )( )
f F

q q h f s R


           （126） 

（3）事实添加。对于属于事实 f 的每个对象

实体o ，找到知识库中相关的所有事实，如果事实

f 的打分分数大于阈值，则将其添加到事实列表F

中。修改后的事实列表与新问题嵌入表示q一起构

成这一层的输出，提供给下一个计算层或输出函数

作为输入。 

输出函数根据前一层的输入计算得分 ( )h f ，

答案集由最高得分的事实的对象实体组成。 

在训练过程中，用于知识库问答的事实记忆网

络需要最小化的损失函数为： 

2

( , ) 1

( )
n

L

QA n

q A n a A f F

n
L F a A h f o

L= 挝

= - ?邋 邋

（127） 

( , )q A 是回答问题训练集 D 中的问-答对，其

中 q 是问题， A是包含问题正确答案的回答列表。

n 指的是网络中的第n 个计算层（共有 L 个计算

层）。该损失函数表示给定事实列表的对象实体o

接近给定答案列表a 的程度，并使用 ( )h f 加权。

最小化该损失函数会使模型网络生成更短的问题

回答路径，更快地从问题中获得答案。 

3.4.5  存储器增强的神经网络 

使用内部存储器增强的神经网络可以学习复

杂任务，但是由于内存的规模很小，限制了该网络

适用的范围。因此，Rae 等人提出一种端到端的可

微内存访问方法，称为稀疏访问内存（Sparse Access 

Memory，SAM）[66]。 

对于包含 N 个单词的存储器，SAM 能够在

(log )N 的时间复杂性执行前向后向访问，只使

用 ( )N 空间实现初始化，每个时间步占用 (1) 的

空间。 

SAM 包括读取、写入和控制器三个主要部分。 

（1）读取。稀疏读取操作定义为在存储器中

选定单词的加权平均值： 

 
1

( ) ( )
K

R

t t i t i

i

r w s M s


        （128） 

其中
R

tw 为非零实体，通过
1, , Ks sL 进行索引，

是稀疏的权重向量。 

对于读取基于内容的寻址权重
R

tw ，保留K 个

最大非零实体并将其余设为 0，K 个最大值分别对

应问题 q 的 K 个最接近的点，使用近似最近邻

（Approximate nearest neighbors，ANN）方法来计

算
R

tw 。 

（2）写入。写入操作权重同样被约束为包含

一定数量的非零实体。控制器写入先前读取的位

置，更新上下文相关的存储器或最近访问的位置。

写入权重定义为： 

 
1( (1 ) )W R U

t t t t t tw w I        （129） 

其中 t 是控制器输出的插值门参数， t 是写

入门参数， 1

R

tw  是前一时间步的读取权。最近最少

访问的单词
U

tI 在写入之前设置为 0，当读取操作稀

疏（权重有 K 个非零实体）时，写入操作也是稀疏

的。
U

tI 定义为存储器中单词的指示变量，当单词使

用值U 最少时为 1，其余情况为 0。 

单词使用值有两种定义，第一种是写入权重的

时间衰减总和： 
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(1)

0

( ) ( ( ) ( ))
T

T t W R

T t t

t

U i w i w il -

=

= +å    （130） 

其中 l 是衰减因子。 

另一种定义为： 

 { }(2) ( ) max : ( ) ( )W R

T t tU i T t w i w i d= - + >

（131） 

其中d是一个调整参数。 

（3）控制器。控制器使用单层 LSTM 实现，

在每个时刻，LSTM 输入
tx 和前一时刻读取的单词

1tr -
，然后通过线性层产生用于存储器访问的读取

和写入参数的向量 ( , , , )t t t t tp q a a g= 。然后，把

当前时刻从存储器中读取的单词
tr 与LSTM的输出

向量连接形成增广向量，通过线性层得到最终的输

出
ty 。 

3.4.6  记忆增强的神经图灵机 

NTM 中包含模拟记忆过程的存储器结构，用

来存储和检索信息以简化学习算法。但是当存储器

很大时，模型难以收敛，容易过拟合。因此 Zhang

等人提出了不同的记忆增强的神经图灵机存储器

结构来解决这个问题[67]。 

首先定义一下存储器可见性的概念：如果能够

通过控制器写入操作直接修改存储器，则称为“受

控”，如果不能则称为“隐藏”。Zhang 基于原始的

NTM 提出了三种变体：NTM1、 NTM1 和 NTM1，

它们的结构如图 30 所示。 

LSTM

输入 输出

NTM

w r

M

LSTM

NTM1

w r

Mc

Mh

LSTM

NTM2

w1 r

M1

M2

w2

LSTM L1

NTM3

wL1 r

M1

M2

wL2

LSTM L2

输入 输出 输入 输出 输入 输出

 

图 30  NTM 及三种变体结构示意图

（1）NTM1 与原始 NTM 相比，增加了额外的

隐存储器 hM ， hM 不受控制器模块控制，而是与

受控存储器 cM 相连，隐存储器 hM 将内容积累保

存在受控存储器 cM 中，从而使存储器读写过程平

滑，防止出现大的偏离。时刻 t  NTM1 的读写过程

为： 

 

( ) ( ( 1), ( 1), ( ))

( ) ( 1) ( )

( ) ( ) ( )

c c

h h c

r h

M t h M t w t c t

M t aM t bM t

r t w t M t

= - -

= - +

=

（132） 

cM 在 1t - 时刻通过写头 ( 1)w t - 更新，生成

t 时刻的控制存储器输出，并用来更新隐存储器

hM 。然后新的隐存储器用来在时间 t 生成读头

( )r t 。其中 ( )c t 是控制器的输出，h 是更新受控存

储器和写入权重的函数，用来实现擦除和添加的功

能。a 和b 是标量混合权重，并且读头从 ( )hM t 读

取。 

（2）NTM2同样使用了两个存储器 1M 和 2M ，

并且分层连接。存储器 2M 通过另一个写头 2w 连接

到控制器的输出上，这样两个存储器都是连接到两

个不同的写头的受控存储器。而且 1M 仅由写头 1w
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修改，而
2M 由

1M 和写头
2w 共同修改。那么 NTM2

模型的读写过程为： 

1 1 1 1

2 2 2 2

2 2 1

2

( ), ( ) ( ( 1), ( 1), ( ))

( ), ( ) ( ( 1), ( 1), ( ))

( ) ( ) ( )

( ) ( ) ( )r

M t w t h M t w t c t

M t w t h M t w t c t

M t aM t bM t

r t w t M t

= - -

= - -

= +

=

%

%
（133） 

其中，
1M 和

2M 是由相同控制器生成的，但

具有不同的写入权重，而读取只从
2M 存储器输出。 

（3）NTM3 与前两种的不同，使用了两层控

制器，并且每层控制器通过写头的非线性变换，写

入到不同的存储器。更深层的存储器由上层存储器

和写头共同更新。那么模型的读写过程为： 

1 1 1 1 1

2 2 2 2 2

2 2 1

2

( ), ( ) ( ( 1), ( 1), ( ))

( ), ( ) ( ( 1), ( 1), ( ))

( ) ( ) ( )

( ) ( ) ( )

L L L

L L L

r

M t w t h M t w t c t

M t w t h M t w t c t

M t aM t bM t

r t w t M t

= - -

= - -

= +

=

%

%

（134） 

模型的存储器不仅从最终层LSTM的输出接受

写入，而且从中间层输出接受写入操作。这样的目

的是，具有中间层 LSTM 的输出可以使最后一层的

存储器平滑变化。 

3.5  小结与分析 

本节主要介绍了各种记忆网络的扩展模型，从

它们实现记忆的机理入手，对不同的记忆网络模型

进行了详细的分类和比较。 

这些模型实现记忆的方式有以下四种：通过

RNN 的神经元节点传递信息、通过 LSTM 的遗忘

门和记忆门处理信息、外部存储器、注意力机制，

根据其记忆方式的不同的分类结果如表 8 所示。其

中，应用最多也最为广泛的是使用外部存储器来保

留需要记忆的信息，这是因为外部存储器的结构简

单明了，可塑性强，具有很好的变种和泛化能力，

还可以与其他类型的神经网络结合。而注意力机制

通过变送器模型的发展，未来也将会与更多的神经

网络模型结合，甚至跳出机器学习的领域，有更为

广泛的应用方向。 

表 8 记忆网络扩展模型 

记忆方式 模型 

RNN 前后神经元节点传递信息 具有长期记忆的 RNN 

LSTM 遗忘门和记忆门 ALSTM、TLSTM 

外部存储器 
MemN2N、GMemN2N、DMN、KV-MemNN、HMN、SAM、TARDIS、 

基于 NTM 的记忆网络模型 

注意力机制 AMSRN、HAM、前馈神经网络的注意力简化模型 

4 记忆网络应用 

记忆网络模型从发展初始就有了极为广泛的

应用，其中涵盖的领域包括了自然语言处理、计算

机视觉、语音处理，还有很多在其他领域的应用，

比如医学领域、工业流程领域等等。 

4.1  自然语言处理 

问答任务：Jason Weston 等人最初提出记忆网

络[2]主要是用于问题回答任务，其中长期记忆作为

知识库，模型输出文本作为问题回答。Antoine 

Bordes 等人在此基础上做了更深入的研究，提出了

能 够 实 现 大 规 模 问 题 回 答 的 系 统 [27] ， 在

WebQuestions 基准数据集上达到最高的性能指标。 

Samothrakis 等人在记忆网络的基础上做出了

改进，使用递归软最大函数来增强匹配功能，提出

了匹配记忆循环网络[72]，可对存储器上的问题进行

编码、解码和回答。 

而 Sainbayar Sukhbaatar 等人解决了记忆网络

需要支持事实进行监督学习的问题，提出了端到端

记忆网络[4]，使记忆网络的应用更加广泛。 

Caballero将 Skip-thought vectors 模型[68]添加到

现有的端到端记忆网络框架里[69]，可以学习多参数

多跳段语义关系，以完成 QA 任务。 

主题标签推荐：在端到端记忆网络的基础上，

Huang 等人引入了分层注意力机制[70]，将 twitter 文

本信息和相应的用户兴趣信息组合在一起进行主

题标签推荐任务。 
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真值发现：Luyang Li 等人将记忆网络应用于

真值发现[71]，使用前馈存储器网络和反馈存储器网

络来学习关于同一对象的语句的可信的表示，并采

用记忆机制来学习源信息的可靠性，并通过真值预

测来使用源信息。 

机器阅读：Jianpeng Cheng 等人将 LSTM 用于

机器阅读[39]，从左到右地处理文本序列，并通过记

忆和注意力机制进行浅层推理。并通过语言模型、

情感分析和自然语言推理这三个方面的实验表明

了提出的机器阅读器的性能与现有技术相当或者

更优。 

机器理解（Machine Comprehension）及问答是

自然语言处理中的代表性问题，Pan 等人提出了一

种多层嵌入记忆网络，用于机器阅读任务[73]。该模

型使用多层嵌入来编码文档，实现全向匹配

（Full-orientation matching）的记忆网络，以获得上

下文和问题之间的交互关系。 

嵌入表示：Hamid Palangi 等人将 LSTM 用于深

度句子嵌入表示学习[74]，模拟上下文信息，还将句

子的关键信息嵌入到一个语义向量中，并使其随着

时间推移从新输入中获取有用的信息。此模型对噪

声具有很好的鲁棒性，而且每个单元通常分配有特

定的关键词。将其应用于 Web 文档检索中，效果明

显优于常用的句子嵌入表示学习方法。 

分布式语义模型通常需要足够的单词示例来

学习高质量的语义向量表示，而人类则可以从一个

或几个代表性示例中猜出一个词的意思。因此，Sun 

J 等人提出了一种基于存储器的单词嵌入式表示学

习方法[80]，增量从大型语料库中学习，并快速适应

新添加的微小数据，能够从相当有限的上下文中获

取高质量的单词嵌入式表示。 

机器翻译：Mingxuan Wang 等人引入外部记忆

增强的 RNN 解码器[75]，可以显著提高汉译英翻译

任务的性能。 

人机对话：Ganhotra 等人在端到端记忆网络的

基础上，提出了基于知识的端到端记忆网络[76]。该

模型把现有的知识库实体作为先验知识，在对话任

务中，从知识库中提取信息，进行信息匹配，从而

实现直接的人机对话互动过程。 

顺序推荐：Huang 等人将 RNN 与键-值记忆网

络集成在一起，整合知识库信息来增强键-值记忆网

络的语义表示能力，完成顺序推荐任务[77]。该模型

利用大规模知识库信息来改进顺序推荐过程，将顺

序偏好表示与属性偏好表示组合在一起，作为用户

偏好的最终表示。 

情感分类：Tang D 等人提出了用于情感分类的

深度记忆网络[78]，可以在对情感分类时，获取上下

文单词的重要程度，与 LSTM 相比这种方法更简单

快捷，并且效果更好。 

Chen P 等人提出了一个具有存储器结构的循

环注意力神经网络[79]，可以在评论中识别意见目标

的情绪。该模型使用多层注意力机制来获取大范围

分离的情感特征，从而对不相关的信息具有更好的

鲁棒性。 

语义表示：Tran N 等人提出了乘法树结构的

LSTM
[81]，是现有树形结构 LSTM 的扩展，用于合

并树中节点之间的关系信息。该模型在子节点上定

义了不同的组合函数，可以更好地表达句子，完成

语义表示任务。 

4.2  计算机视觉 

图像标注和图像内容描述：Xu Jia 等人将

LSTM 用于图像文字描述任务[82]。模型将从图像中

提取的语义信息作为额外输入添加到 LSTM 中，用

于学习与图像内容更紧密耦合的文字描述。这样的

模型可以更好的描述图像内容，在各种基准数据集

上实现了最好的性能。 

在键-值记忆网络基础上，Arnav Kumar Jain 等

人将其扩展到视频领域[54]，把视频字幕分解成视觉

和语言片段，作为键-值对处理，并通过键-值记忆

网络完成视频字幕标注任务。 

Chunseong Park C 提出了上下文序列记忆网络
[83]（Context Sequence Memory Network，CSMN），

不同用户对同一图像有着不同的个性化描述。模型

以用户的独特词汇表作为先验知识，在 Instagram

数据集上可以完成个性化的图像标注和图像文字

描述任务。 

Oriol Vinyals 等人将记忆网络用于单样本学习
[40]，采用基于深度神经特征度量学习的思想，通过

使用外部记忆增强神经网络，可以从少量样本中进

行学习，不仅可以用于图像的学习，对语言任务也

有很高的预测精度。而 Adam Santoro 等人则提出了

专注于存储器内容的方法[32]，同样能够很好的进行

单样本学习。 

Wang J 等人提出了一种多模态记忆模型用来

描述视频内容[88]。该模型构建了视觉和文本信息共

享的存储器，用来模拟长期视觉文本的相互依赖

性，并进一步模拟视觉注意力过程。该模型与神经
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图灵机类似，外部存储器通过与具有多个读取和写

入操作的视频和句子交互，存储并检索视觉和文本

内容。 

Donahue J 等人提出了长期循环卷积神经网络
[87]（Long-Term Recurrent Convolutional Networks，

LTRCN），将 LSTM 与卷积神经网络相结合，适用

于端到端的训练大规模视觉学习，比如视频识别、

图像文字描述等任务。该模型可以将视频帧输入映

射到自然语言文本输出，并且可以模拟复杂的时间

暂态关系，实现视频内容文字描述的功能。 

视频问题回答：Caiming Xiong 等人在动态记

忆网络的基础上，增加了一个新的图像输入模块，

使模型能够回答视觉问题[43]。Ma C 等人使用记忆

增强的神经网络预测视觉问题的答案[84]。 

Kim K M 等人同样将记忆网络用于视频内容

问题回答任务，提出了深度嵌入记忆网络[85]，通过

学习大量的卡通视频使 AI 智能体能够完成视频故

事问答的任务。 

图像识别：Joel Moniz 等人提出卷积残差记忆

网络[86]，将卷积残差网络与 LSTM 相结合，用于实

现图像识别的深度卷积网络。与没有存储机制的类

似深度残差网络相比，具有更少深度，计算量也更

少。 

场景标记（Scene labeling）可以看作序列预测

任务，为此 Abdulnabi A H 等人提出了一种基于注

意力的情境记忆网络[89]，由 CNN 和基于注意力机

制的存储器模块组成，能够有效利用上下文关系来

提高场景局部分类的准确性。 

Kaiser Ł 等人提出了一个可用于终身学习

（life-long）的长期记忆模块[90]，可以添加到不同

的深度学习模型，提供单样本（one-shot）学习的

功能。无论是在图像分类上，实现的简单卷积模型，

还是深度序列到序列循环卷积模型，使用这个长期

记忆模块增强的网络都能够记住单样本并进行终

身学习。 

图像生成和超分辨率：Parmar N 等人将基于注

意力机制的变送器模型推广到图像生成的序列建

模[91]，证明了变送器可以对文本以外的模态进行操

作，并且在 ImageNet 图像生成建模、图像类调节

和图像超分辨率任务中都取得了最好的效果。 

视觉显著性预测：Fernando T 等人提出了记忆

增强的条件生成对抗网络 (Memory Augmented 

Conditional Generative Adversarial Networks, 

MC-GAN)，用于特定视觉显著性预测任务[92]。该

模型利用具有记忆结构的条件生成对抗性网络的

语义建模能力，获取主体行为模式和任务相关的因

素，能够同时学习不同任务之间的上下文语义和关

系。 

4.3  语音处理 

语义标注：Kim Y B 等人将记忆网络应用于语

音对话领域，提出了一种对讲话者敏感的对偶存储

器 网 络 [93] （ Speaker-Sensitive Dual Memory 

Networks，SSDMN），用于多轮语义槽标注任务

（multi-turn slot tagging）。该模型不仅将用户过去

说话的每个单词编码并存储在存储器中，还生成一

个单独的存储器，对系统问题的目标语义槽进行编

码并保存，避免解析出嘈杂的自然语言对话。 

音乐的生成：Huang C Z A 等人将变送器进行

了改进，提出了相对位置的自注意力机制[94]，使模

型能够捕获局部特征和位置信息，因此实现了音乐

的生成建模，这同时大大地拓展了变送器的应用领

域。 

文本到语音（text-to-speech，TTS）：Naihan Li

等人提出基于 Tacotron2 和变送器的 TTS 模型[95]，

可以生成接近人类录制的音频样本，并且能够进行

并行训练和学习远程依赖性，从而加快训练速度，

使音频韵律更加流畅。 

4.4  其他方面的应用 

Parisotto E 等人将记忆网络与深度强化学习结

合[96]，存储器采用二维空间结构，并能够实现稀疏

写入。写入存储器的记忆内容与智能体在环境中的

当前位置相对应。该模型能够让智能体使用强化学

习技术，完成 2D 迷宫任务。 

Baskar M K 等人将记忆网络与残差网络结合，

提出了双向残差记忆网络结构[97]，使用具有残差和

时间延迟连接的深度前馈层来模拟短时依赖性，能

够以较低的计算复杂度获取过去和未来的信息。 

Bornschein J 等人将记忆网络与生成式模型结

合，提出了具有外部存储器的的变分自编码器[98]。

该模型将具有随机寻址的存储器模块的输出看作

条件混合分布，其中读取操作对应于对离散存储器

地址进行采样并检索相应内容的操作。因此可以将

变分推理[99]应用于存储器寻址，有助于模型通过推

理执行精确的内存查找过程。 

Trang Pham 等人提出了 DeepCare
[100]，将深度

动态记忆网络应用于医学预测，可以通过读取病

历、记忆疾病轨迹和护理过程，以及存储病史等来
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推断当前的疾病状况并预测未来的治疗结果。这样

的模型能够模拟疾病发展过程，支持治疗方案的制

定，并提供电子病历的预后效果预测，还能够估计

糖尿病和精神疾病患者的计划外再入院率。 

Prakash A 等人将记忆网络应用于临床诊断，提

出了压缩记忆神经网络 [101]（Condensed Memory 

Neural Networks，CMNN）。模型将维基百科的原始

文本作为知识源，使用电子健康记录中的医学笔记

来进行推理，能够预测在复杂的临床情况下，最可

能的诊断结果。 

Schwaller P等人将药物化学中的有机合成反应

看作反应物、试剂和产品之间的机器翻译问题，提

出了多头注意力机制的分子变送器[102]（Molecular 

Transformer，MT）。该算法不需要手工制作规则，

并能够准确预测细微的化学转化，还可以准确地估

计其自身的不确定性。 

记忆网络还可以应用到网络安全方面，

Jonathan Woodbridge等人提出了基于LSTM的预测

域生成算法（Domain Generate Algorithm，DGA）
[103]，可以对 DGA 进行实时预测，并准确地完成多

分类，从而由 DGA 生成的域查找到特定的恶意软

件。 

Lee S W 等人以新皮质和海马的互补学习系统

的神经认知理论为基础，提出了一种用于深度神经

网络的双存储器结构[104]，使用可穿戴设备从日常

生活中的持续用户行为中学习，从而理解人类在现

实生活中的认知行为。 

Fernando T 等人提出了一种树状记忆网络[105]，

用于在序列到序列映射学习问题中，联合建模序列

中多个序列与短期关系之间的长期关系。并在飞机

轨迹建模和行人轨迹建模两个问题中证明了该模

型的有效性和灵活性。 

多视图序列学习中，不同视图之间存在一致性

和互补性的两种交互作用。因此，Zadeh A 等人提

出了一种新的多视图序列学习神经网络结构，称为

记忆融合网络[106]，明确地考虑了这两种交互作用，

并随着时间的推移不断地对它们进行增量建模。该

模型在基准数据集上的结果优于所有现有的多视

图学习方法。 

业务流程的灵活执行涉及多个关键决策，包括

下一步要执行的任务以及分配给该任务的资源。因

此 Khan A 等人将记忆增强的神经网络模型应用到

流程分析预测[107]，可以减少模型参数的同时实现

很好的预测效果，并为企业特定流程分析应用，提

供很好的模型。 

由于记忆网络的外部存储器是非结构化的，不

能编码结构化对象。因此 Pham T 等人提出了关系

动态记忆网络[108]，其存储器结构为多关系图，使

用这样的存储器来表示结构化数据并进行操作，可

以预测各种重要问题，比如软件源代码漏洞、分子

生物活性和化学成分相互作用等。 

知识追踪（Knowledge Tracing）可以跟踪学生

在参与学习活动时对一个或多个概念的不断发展

的知识状态。Zhang J 等人因此提出了动态键-值记

忆网络[109]（Dynamic Key-Value Memory Networks，

DKV-MemNN）可以利用基础概念之间的关系，直

接输出学生对每个概念的掌握程度。该模型可以在

在线学习平台中部署，以提高学生的学习效率。 

神经网络在处理数据时是逐渐将收集的信息

整合到模型权重中，需要非常低的学习率，如果训

练数据的概率分布发生变化，那么神经网络权重就

会花很长的时间才会适应这种变化。因此，

Sprechmann P等人提出了用于参数自适应的记忆网

络，将示例存储在存储器中，然后使用基于上下文

的查找过程来局部修改神经网络的权重。这种方法

在多种渐进式终身学习环境中适用于各种监督学

习任务，比如图像分类和语言建模等，并改善了连

续学习的性能。 

4.5  小结与分析 

本节主要介绍了记忆网络目前的主要应用领

域以及一些小众的应用。 

如表 9 所示，在应用最为广泛的自然语言处理

领域，记忆网络可以完成问答、主题标签推荐、真

值发现、机器阅读、嵌入表示学习、机器翻译、人

机对话、顺序推荐、情感分类、语义表示等任务。 

在计算机视觉领域，记忆网络可以完成图像标

注与图像内容描述、视频问答、图像识别、视觉显

著性检测等任务。 

在应用较少的语音处理领域，记忆网络可以完

成语义标注和音乐生成的任务。 

除了上述机器学习的三大应用领域，记忆网络

在很多小众的领域也有出其不意的效果，比如 2D

迷宫任务、医学预测、临床诊断、预测域生成算法、

人类行为认知、业务流程分析、知识追踪、参数自

适应等领域。 
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可以看到，记忆网络现有的应用主要还是集中

在自然语言处理，未来经过众多研究人员的不断探

索和挖掘，记忆网络也将具有更为广泛的应用。

表 9 记忆网络在各个领域的应用 

领域 内容 模型 

自然语言处理 

问答任务 MN、Skip-Thought MN、DMN、KV-MemNN、匹配记忆循环网络 

主题标签推荐 具有分层注意力机制的 MemN2N 

真值发现 用于真值发现的 MN 

机器阅读 用于机器阅读的 LSTM、多层嵌入记忆网络 

嵌入表示学习 用于深度句子嵌入表示学习的 LSTM、基于存储器的单词嵌入式表示学习 

机器翻译 变送器、WTN、ANN、Evolved Transformer、外部记忆增强的 RNN 

人机对话 基于知识库的 MemN2N 

顺序推荐 增强键-值记忆网络 

情感分类 深度记忆网络、具有存储器的 RAN 

语义表示 乘法树结构的 LSTM 

计算机视觉 

图像标注和图像内容描述 用于图像描述的 LSTM、KV-MemNN、CSMN、LTRCN 

视频问题回答 DMN、记忆增强的神经网络、深度嵌入记忆网络 

图像识别 卷积残差记忆网络 

视觉显著性预测 MC-GAN 

语音处理 

语义标注 SSDMN 

音乐生成 Music Transformer 

文本到语音 基于变送器的 TTS 模型 

其他领域 

2D 迷宫任务 记忆网络与深度强化学习结合 

医学预测 DeepCare 

临床诊断 CMNN 

化学反应预测 Molecular Transformer 

预测域生成算法 基于 LSTM 的 DGA 

人类行为认知 双存储器结构神经网络 

业务流程分析预测 记忆增强的神经网络 

知识追踪 DKV-MemNN 

参数自适应 用于参数自适应的记忆网络 

5 总结及未来趋势与展望 

5.1  总结 

记忆网络是近年来机器学习领域中的新生方

向，这一方向与传统的机器学习方法的不同在于记

忆网络能够使用独立的存储器使有用的信息保存

下来，从而完成需要记忆的任务和推理，这一方向

具有可期的研究前景，蕴含着巨大的潜在效益。 

文章首先指出了记忆网络的发展过程，以及记

忆网络的具体定义，并对具有历史意义的与记忆网

络相关的学习模型：RNN、LSTM、NTM、MN 和

变送器进行了介绍。 

在第二部分，我们详细介绍了记忆网络的发展

现状，目前记忆网络实现记忆功能的方法都各有不

同，比如 RNN 是通过每个状态与前一状态之间的

关系来保留部分过去的信息；LSTM 是通过遗忘门

和记忆门来对重要的信息进行处理；NTM 使用图

灵机模型来增强神经网络的记忆能力；MN 则使用

了独立的外部存储器进行信息的记忆；而变送器抛

弃了传统的 RNN 结构，仅使用注意力机制来权衡

输入信息对当前输出的重要程度。因此，我们按照
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每个模型实现记忆功能机制的不同类别，对更多的

记忆网络模型进行分类介绍和对比。 

除此之外，还有在此基础上新提出的记忆网络

分支模型，比如动态记忆网络以及在视觉和文本问

答系统当中的应用。还有键-值记忆网络，将上下文

向量以键-值对的形式保存在存储器中，可以完成知

识库问答和视频内容描述的任务。以及分层记忆网

络，分别从存储器结构、输入文本内容结构以及二

叉树模型结构三个不同的角度来实现不同情境下

的记忆功能。 

最后，我们对记忆网络目前的应用场景：自然

语言处理、计算机视、语音处理等领域进行了分析

和梳理，可以看到记忆网络现有的主要研究领域还

是在自然语言处理方向，但依然可以应用于众多冷

门的领域，如医学、网络安全、业务流程等。 

随着记忆网络理论与方法研究的深入，记忆网

络将会更为成熟，并应用于更多的机器学习场景，

终将为机器学习领域做出更大的贡献。 

5.2  未来趋势与展望 

作为机器学习领域中的一个新兴方向，记忆网

络近几年来取得了飞速的发展，因为研究人员都意

识到记忆和学习相比，同样是一个复杂的过程。虽

然现有的记忆网络模型都取得了令人激动的成就，

但是无论是记忆网络本身的模型结构，还是记忆网

络的算法以及评价标准都是值得研究的问题。而且

记忆网络在各个领域的应用还只是刚刚开始，依然

有许多未知的领域值得我们去探索。对于记忆网络

现有的问题和未来的发展方向，我们给出以下一些

自己的想法和见解： 

（1）目前来说，记忆网络如果想要实现更精

确的推理，需要对记忆的内容进行更大范围的扩

展。如果可以使用现有数据库中的内容，添加到记

忆网络的存储器模块中，这样可以大大减少记忆网

络的运算复杂性，使得记忆网络推广到更多应用领

域。 

（2）记忆网络研究的关键问题是输入的查询

问题与存储器中信息的匹配问题，如何定义匹配标

准，如何使得匹配过程计算复杂性更低，如何能够

更准确地进行信息的匹配，这影响着记忆网络的输

出结果的精度。 

（3）MN 在问答系统的迁移学习上有良好的表

现，可见迁移学习方法在大数据系统上有应用前

景。依托于 MN 的记忆和寻址能力，它将具有更强

的知识迁移能力。相对于 LSTM 模型，MN 的记忆

容量理论上是不受限制的，因此 MN 可以在公共知

识库上进行更好的迁移学习[111]。 

（4）人们通常认为遗忘是记忆的负面现象或

者是记忆失效，但是遗忘的真实含义却没有完全被

揭示出来。希伯来大学计算机与神经科学教授

Tishby 提出了信息瓶颈理论[112]，指出神经网络就像

把信息挤出瓶颈口一样，只留下与一般概念最相关

的特征，去掉大量无用的噪声数据。并且论证了遗

忘能够通过减少过时信息对决策的影响提升了学

习的灵活性，还阻止了对于特定过去时间记忆信息

的过拟合，从而提升了模型的通用性。根据这个观

点，记忆的目标不是通过时间来传递信息，而是应

该把记忆看作最优化决策过程[113]。因此神经网络中

记忆的短暂即逝和保持同样重要。所以对于记忆网

络来说，如何从存储器中选择特定信息以便遗忘，

在记忆网络中如何引入遗忘机制，也是未来的发展

方向。 

（5）记忆网络在未来应该探索更复杂的记忆

结构，来应对更复杂的数据，比如涉及到多个动词

和名词、具有多样性输出结构的句子，以及需要学

习高阶因果关系或者学习时间和空间关系推理的

情况。对于 MN 来说，应该使用更复杂的记忆管理

机制和句子结构化表示形式进行记忆，如图结构，

树结构，空间暂态结构等，存储器模块也可以考虑

加入类似于 LSTM 遗忘门，用来处理无用信息的遗

忘结构。 

（6）与记忆网络相对应，变送器是基于生物

学机制实现记忆功能的神经网络。根据当前的研究

进展[23]，将循环结构加入变送器弥补了它自身不能

捕获序列依赖关系的缺点。因此记忆网络与变送器

具有互补性，将二者进行更加深入的研究和结合也

是记忆网络未来的发展方向。 

（7）从本文可以看到很多与记忆网络结合的

神经网络模型，特别是记忆能力较弱的 RNN 和

LSTM。这些模型的提出不仅完善了记忆网络，而

且在此基础上涌现出各种各样的应用。因此，将记

忆网络与现有的其他神经网络进行融合创新，不仅

能提高原有神经网络模型的记忆能力，还能丰富记

忆网络的应用种类和领域。 

（8）现有的记忆网络模型性能评价都是基于

数据集或者应用领域的评价标准，并没有统一用来

衡量模型记忆能力的评估方法，因此只能在特定数

据集上对多个记忆网络模型进行比较。所以，未来
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记忆网络模型的统一评估方法亟待建立和完善，这

样有利于方便地比较不同模型的记忆能力。 

（9）记忆网络的主要应用是在自然语言处理

领域中，但是由于语言的多义性，如何在对自然语

言处理的过程中正确地推断出真实表达的含义，这

也是需要解决的问题之一。 

（10）在计算机视觉领域，记忆网络的主要应

用还是在一些与文本有关的内容，比如视频问答、

字幕生成、视频内容描述等。因此，可以将记忆网

络与 CNN 结合用于更多的计算机视觉领域，甚至

可以与当前最新的 GAN 相结合[90]，获得更好的处

理图像和视频的能力。 

（11）在语音处理领域，记忆网络的应用还不

够丰富，因此，未来可能更多地将记忆网络与现有

的语音处理模型相结合，使语音处理模型具有更好

的记忆能力，从而获得更好的性能。 

（12）随着这两年机器学习领域的快速发展，

人工智能也不断走进我们的生活，比如智能家居、

语言助手、无人驾驶等，人工智能的发展离不开机

器学习模型的记忆能力。因此，如何加速人工智能

模型与记忆网络的融合，让记忆网络的优势在人工

智能领域充分发挥出来，这也是记忆网络未来的发

展方向。 

（13）记忆网络已经开始应用于各个行业，比

如医学[100-102]、网络安全[103]、业务流程分析[107]等

等，可以说记忆网络将会在各行各业崭露头角。但

是，记忆网络在这些行业的应用才刚刚起步，因此

如何改进记忆网络来适应这些不同的行业应用，也

是记忆网络未来的发展方向。 

（14）记忆网络还可以应用于工业生产，比如

机器设备的故障诊断预测。将设备过去的工作状态

和故障状态作为记忆网络的记忆，以设备当前的运

行参数作为序列输入，通过记忆网络对当前输入和

过去运行状态进行分析推理，可以在设备发生故障

之前就进行预测，并紧急停车进行检修。这一应用

若能成功实现，将会为工业生产领域带来巨大的经

济效益。 

（15）记忆网络研究的问题本质上是如何选择

参与到预测输出的输入特征问题，既要考虑到过往

收集到的有用信息，同时，又不能引入过大的存储

复杂性和访问复杂性，应该开发自适应调度策略，

根据学习场景的变化，按信息收集的时间粒度和信

息的有用性粒度，动态地分层次存储信息，使得很

快地就能定位到对当前输出最有用的特征上。存储

单元的大小应能动态变化，存储的信息也要定时的

调整更新，不但存储以前学习到的特征，也要存储

以前学习到的结果，像人一样，根据以往学习的结

果，不用太多的学习，就能很快的识别和推理出想

要的预测结果。 

（16）人类的记忆具有联想，类比，匹配，排

序等功能，而且，不限定学习到的结果的使用范围。

不一定学习到的文字理解，就不能用于图像内容理

解；人类到了一个陌生的环境，可以根据以往到过

的地方，大致事先给出环境可能包含的物体和物体

之间关系的大致轮廓，如何使得记忆网络能够记住

抽象的概念，以及抽象的概念之间的可能关系组

合，而不单单是低层次的特征，而且这些概念以什

么形式存储，都是值得认真思考的问题。 

从以上的分析可以看出，记忆网络的发展越来

越快，应用领域也越来越广泛，并且在各个领域的

模型种类丰富多样。这需要我们及时的关注最新的

记忆网络发展情况，总结和分析已有的研究内容，

为以后记忆网络的研究提供参考。 
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Background

Deep memory network is a general term for 

neural network models with memory function, which 

is mainly to solve the prediction problem of 

sequence-dependent dependence, and can be predicted 

by memorizing the effective information learned 

before. Memory network usually have independent 

memory modules or other structures capable of 

memory function. The former stores important 

information in an independently readable and writable 

memory and reads it when needed;while the latter 

method usually modify the internal structure of the 

cell to retain the information that needs to be 

remembered.  

Deep memory network have achieved 

unprecedented performance in a wide variety of 

different application areas. For example, image 

classification, face recognition, human-level concept 

learning, playing Atari games and AlphaGo. 

Deep memory network combines the benefits of 

memory network and deep learning. On one hand, 

memory network has a wider scope of applicability 

since it can enhance the memory of the model. On the 

other hand, deep learning can extract a good 

representation at different levels of abstraction, which 

disentangles better the factors of variations underlying 

the data. 

In this paper we aim to survey and place in broad 

context a number of issues relating to deep memory 

network and compare the advantages and 

disadvantages of different memory methods. For the 

most basic memory network models RNN, LSTM, 

NTM, MN and transformer, we summarize and 

compare their prons and cons. 

In this paper, we give a systematical survey of 

the deep memory network models. We point out 

different memory networks, advantages and 

disadvantages and their specific application scenes. 

Finally, we give a discussion on open issues related to 

memory networks. 
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